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Índice general

Agradecimientos i

Resumen v

Introducción vii
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Resumen

En este trabajo de tesis se aborda el estudio de la regularización de problemas inversos mal

condicionados desde el enfoque determińıstico de su resolución y, en este contexto, se presentan

los métodos de Tikhonov-Phillips en sus versiones clásica, generalizada (es decir, con término

de fidelidad cuadrático y penalizante generalizado) y doblemente generalizada (es decir, con

término de fidelidad y penalizante generalizados). Se muestra que estos métodos constituyen

regularizaciones en espacios de Banach. Para ello, para el caso doblemente generalizado, se prue-

ban la existencia y unicidad de soluciones regularizadas, la existencia de solución de mı́nimino

penalizante y, finalmente, la convergencia de aquellas a esta. El resultado de convergencia se

obtiene para el caso en que el parámetro de regularización es elegido mediante una regla a-priori.

Por otra parte, se presenta el enfoque estad́ıstico para la resolución de los problemas in-

versos y su principal v́ınculo con el enfoque determińıstico clásico. Bajo un modelo lineal con

ruido aditivo, a partir de diferentes ejemplos, se muestra cómo la densidad de la variable alea-

toria que representa el error se relaciona con el término de fidelidad de un funcional de tipo

Tikhonov-Phillips doblemente generalizado y cómo la densidad a-priori de la variable incógni-

ta está estrechamente relacionada con el penalizante de dicho funcional. Más precisamente, se

prueba que bajo el supuesto de distribuciones a-priori (para el ruido y la variable de interés)

pertenecientes a familias exponenciales, el estimador máximo a-posteriori calculado desde el

enfoque estocástico coincide con la solución regularizada obtenida mediante la minimización de

un funcional de tipo Tikhonov-Phillips doblemente generalizado.

A su vez, se estudia una regla de elección del parámetro heuŕıstica presentada por K. Ito, B.

Jin y J. Zou en 2011 cuya construcción se basa en el enfoque estocástico de la resolución de un

problema inverso, más precisamente, en los modelos jerárquicos. Además, se presentan algunas

aplicaciones a problemas inversos en restauración de señales e imágenes donde se utiliza dicha

regla para determinar el parámetro óptimo en cada caso. Los resultados numéricos obtenidos

permiten una mejor visualización de los resultados teóricos.

Cuando la regla del elección del parámetro es heuŕıstica, no podemos esperar obtener re-

sultados de convergencia. En este caso, se prueban estimaciones del error a-posteriori cuando
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la solución regularizada resulta de la minimización de funcionales de tipo Tikhonov-Phillips

generalizado o doblemente generalizado. Esta estimación se particulariza a la regla heuŕıstica

dada en 2011 por K. Ito, B. Jin y J. Zou dejando en evidencia que resulta mejor que la dada

por los autores en dicho art́ıculo para el caso de fidelidad cuadrática.



Introducción

En los últimos años, el campo de los problemas inversos ha sido sin duda una de las áreas

de mayor crecimiento de la Matemática Aplicada. Este crecimiento se debe, en buena parte, a

las aplicaciones en otras ciencias y en la industria.

En términos generales se dice que dos problemas son inversos el uno del otro si la formulación

de uno involucra al otro ([30]). Generalmente por razones históricas suele llamarse a uno de ellos

el problema directo (usualmente este es el más simple o el que se ha estudiado primero) y al otro,

el problema inverso. Sin embargo, si detrás de un problema matemático existe un problema de la

“vida real”, hay, en la gran mayoŕıa de los casos, una distinción natural entre el problema directo

y el problema inverso. Por ejemplo, si lo que se busca es predecir el comportamiento futuro de

un sistema f́ısico a partir del conocimiento de su estado presente y de las leyes f́ısicas que lo

gobiernan, entonces este es, naturalmente, el problema directo. En este caso, entre los posibles

problemas inversos podemos mencionar la determinación del estado presente del sistema a partir

de observaciones futuras (es decir la evolución “hacia atrás” en el tiempo) y la identificación de

parámetros f́ısicos a partir de observaciones de la evolución del sistema. Aśı, la resolución de un

problema directo involucra análisis y razonamiento progresivos: de premisas a conclusiones, de

causas a efectos, en ese orden; mientras que la resolución de un problema inverso, involucra un

razonamiento regresivo: de conclusiones a premisas, de efectos a causas, en ese orden “inverso”.

En muchas ocasiones, un problema inverso resultar estar “mal condicionado” en el sentido

de Hadamard, y pequeños errores en el dato pueden resultar en errores arbitrariamente grandes

en la variable incógnita ([16]). Esta falta de dependencia continua de los datos se traduce

en inestabilidad desde el punto de vista de la resolución numérica del problema, convirtiendo

en inadecuados a los métodos numéricos estándar de aproximación desde el punto de vista

práctico. Es precisamente esta pérdida de estabilidad la que origina la necesidad del desarrollo

de herramientas y métodos matemáticos apropiados que permitan aproximar las soluciones del

problema manteniendo la estabilidad del mismo, es decir, herramientas diseñadas para restaurar

el proceso de inversión. En el contexto del estudio de problemas inversos, a tales herramientas

y métodos se los denomina “métodos de regularización” ([16], [50]).
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Uno de los métodos de regularización más conocidos, y sin dudas el más utilizado, es el

método de Tikhonov-Phillips, que fue propuesto independientemente por D. L. Phillips y A.

N. Tikhonov en 1962 y 1963, respectivamente ([43], [52], [53]). Si bien este método puede

ser formulado en un contexto muy general mediante la utilización de teoŕıa espectral ([16]),

una de las razones por las cuales su aplicación es tan frecuente es, sin duda, el hecho de que

también puede ser planteado de manera muy simple como un problema de optimización. Sin

embargo, una de las principales restricciones del método de Tikhonov-Phillips, la que se en-

cuentra ampliamente documentada en la literatura, es la relacionada a la sobreregularización

que produce su aplicación. Esta puede describirse de la siguiente manera: si la solución exacta

posee discontinuidades o regiones en las cuales es localmente irregular (por ejemplo, existencia

de vértices, saltos, bordes u otras caracteŕısticas de falta de regularidad) entonces la aplicación

de este método resulta en aproximaciones sobresuavizadas, las cuales pierden la mayor parte

de la información en relación a tal falta de regularidad ([32]). Una manera de “subsanar” esto

es a través de la utilización de diversos tipos de penalizantes que permiten capturar diferentes

propiedades de la solución exacta.

En los últimos 25 años varios autores ([1], [24], [34], [35], [36], [48], [49], [50], [54]) han

propuesto diversas generalizaciones del método clásico de regularización de Tikhonov-Phillips.

La mayoŕıa de ellas consisten, esencialmente, en considerar diferentes penalizantes. De esta

manera, es posible pensar en funcionales de Tikhonov-Phillips con penalizante generalizado.

En muchas aplicaciones resulta de gran utilidad además, el uso de otros términos de fidelidad

diferentes del clásico cuadrático. Por ejemplo, la utilización de normas más débiles como término

de fidelidad permite, en el caso de problemas de restauración de imágenes, una separación “más

adecuada” de la componente de alta frecuencia, como lo son el ruido y la textura, de la parte

suave de la imagen ([41], [42]). En ocasiones donde es sabido que el dato no es suave, la

utilización de un término de fidelidad dado por ‖ · ‖1 ha sido de gran utilidad ([11]). Por otro

lado, en aplicaciones como en ejemplos de emisión de rayos X y tomograf́ıas computadas, es

usual utilizar un término de fidelidad dado por el funcional de Kullback-Leibler ([44], [45]). De

esta manera, es posible pensar en un método de Tikhonov-Phillips que sea generalizado tanto

en el penalizante como en el término de fidelidad. Asimismo, un aspecto muy importante que

debe considerarse en la aplicación de cualquier método de regularización es el de la elección del

parámetro de regularización. En el contexto del método de Tikhonov-Phillips este parámetro

establece un “compromiso” entre el término de fidelidad y el penalizante.
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Esta tesis consta de tres caṕıtulos. En el Caṕıtulo 1, se aborda el estudio de la regularización

de un problema inverso mal condicionado desde el enfoque determińıstico de su resolución y en

este contexto se presentan los métodos de Tikhonov-Phillips en sus versiones clásica, generali-

zada (es decir, con penalizante generalizado y fidelidad cuadrática) y doblemente generalizada

(es decir, con fidelidad y penalizante generalizados). Mostraremos que estos métodos constitu-

yen regularizaciones en el contexto de espacios de Banach. Para el caso de funcionales de tipo

Tikhonov-Phillips generalizado, en la Sección 1.2, enunciamos los principales resultados sobre

existencia y unicidad de soluciones regularizadas obtenidos por G. Mazzieri, R. Spies y K. Tem-

perini en [34]. En la Sección 1.3, presentaremos generalizaciones de estos resultados que hemos

obtenido para funcionales de tipo Tikhonov-Phillips doblemente generalizados. A su vez, para

estos funcionales probaremos la existencia de solución de mı́nimo penalizante y la convergencia

de las soluciones regularizadas a ella cuando el nivel de ruido tiende a cero por derecha y el

parámetro de regularización es elegido mediante una regla a-priori.

Todo lo mencionado hasta aqúı es de naturaleza absolutamente determińıstica, sin embargo,

existe además un enfoque estad́ıstico para resolver problemas inversos mal condicionados. La

filosof́ıa detrás de dicho enfoque está basada en la “reformulación” del problema inverso en una

forma estad́ıstica de búsqueda de información; es decir, en un problema de inferencia. Aśı, los

procedimientos de inversión estad́ıstica se basan en los siguientes principios consistentes con el

enfoque Bayesiano:

todas las variables incluidas en el modelo son consideradas aleatorias;

el grado de información (o falta de ella) concerniente a esos valores se codifica en la

distribución de probabilidades;

la solución del problema inverso es una distribución de probabilidad llamada distribución

a-posteriori.

Este último hecho hace que el enfoque estad́ıstico para tratar, y resolver, un problema inverso

sea muy diferente del enfoque clásico determińıstico. Los métodos clásicos de regularización, pro-

ducen una única estimación de la solución del problema, mientras que los métodos estad́ısticos

dan como resultado una distribución de probabilidades que puede usarse para obtener, luego,

estimaciones de la incógnita. Por lo tanto, una pregunta natural en este caso, no es cuál es el

valor de la variable en cuestión (incógnita), sino cuál es la información de la que se dispone

acerca de esa variable.

El enfoque estad́ıstico Bayesiano es particularmente apropiado en problemas de restauración

de imágenes porque permite la utilización de información cualitativa sobre la imagen que se
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desea reconstruir o recuperar. Los primeros trabajos sobre la utilización de técnicas Bayesianas

en el tratamiento de problemas inversos se deben a J. Besag ([3], [4]) y a S. y D. Geman ([19]),

datan de mediados de la década del 80 y fueron precisamente aplicaciones al procesamiento y

restauración de imágenes. La calidad de los resultados obtenidos desde entonces en problemas

de restauración de imágenes ([6], [7]) y procesamiento de señales en general ([8]) son una clara

demostración de la potencia de este nuevo enfoque.

Es importante mencionar que la definición abstracta de la solución “estad́ıstica” de un

problema inverso, como la distribución a-posteriori de la incógnita, no es muy útil en la práctica

si no se dispone de medios para explorarla. Los estimadores usualmente considerados son el

estimador máximo a-posteriori y la media condicional.

Como se señaló anteriormente el enfoque estad́ıstico Bayesiano parece estar, en principio,

completamente desconectado de la teoŕıa clásica que es puramente determińıstica. Sin embargo,

los dos enfoques no son disjuntos y resulta de fundamental importancia la relación existente

entre las distribuciones utilizadas en el enfoque Bayesiano y los funcionales presentes en el

término de fidelidad y en el penalizante de la teoŕıa generalizada de Tikhonov-Phillips.

En el Caṕıtulo 2 de esta tesis estudiaremos la resolución de los problemas inversos desde el

enfoque estad́ıstico y probaremos que, bajo el supuesto de que la variable asociada al ruido y

la incógnita tienen densidades pertenecientes a una familia exponencial, el estimador máximo

a-posteriori coincide con la solución regularizada obtenida mediante la minimización de un

funcional de tipo Tikhonov-Phillips generalizado o doblemente generalizado. Esto constituye el

principal v́ınculo entre ambos enfoques de resolución de un problema inverso.

Otro aspecto muy importante que debe tenerse en consideración para obtener soluciones

regularizadas es el de la adecuada elección del parámetro de regularización. Los métodos para

la elección de este parámetro se clasifican en a-priori, si solo dependen del nivel de ruido, y

a-posteriori, si dependen tanto del nivel de ruido como del dato. Existe, además, otro tipo de

reglas para la elección de este parámetro que solo dependen del dato y se denominan reglas

heuŕısticas. Entre ellas, podemos mencionar “el criterio de la curva L” propuesto en 1992 por P.

C. Hansen ([22]) y el método de “validación cruzada generalizada” introducido en 1979 por G.

H. Golub, M. T. Heat y G. Wahba ([20]). En 2011, K. Ito, B. Jin y J. Zou ([27]) propusieron

una regla de elección del parámetro heuŕıstica para la regularización de un problema inverso

mediante la minimización de un funcional de tipo Tikhonov-Phillips doblemente generalizado.

A su vez, establecieron estimaciones del error a-posteriori cuando el término de fidelidad es de
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tipo cuadrático y el penalizante es un funcional convexo ([25], [27], [26]). Sin embargo, para

términos de fidelidad más generales no se conocen resultados de este tipo.

En el Caṕıtulo 2 veremos cómo se construye esta regla heuŕıstica desde el enfoque estocástico

de la resolución de un problema inverso a través de la formulación de modelos jerárquicos. Si bien

no es un objetivo primordial de este trabajo de tesis el abordaje de una aplicación concreta,

se considera que los resultados obtenidos son potencialmente transferibles y es por ello que

implementaremos la regla estudiada en algunos ejemplos asociados al procesamiento de señales

e imágenes.

Un resultado debido a A. B. Bakushinskii ([2]) muestra que un método de regularización

no puede ser convergente cuando la regla de elección del parámetro asociada depende sólo del

dato del problema. Por esta razón, dado que no se pueden obtener resultados de convergencia,

en el Caṕıtulo 3 presentaremos estimaciones del error a-posteriori que hemos obtenido para el

caso en que la solución regularizada es obtenida mediante la minimización de funcionales de

tipo Tikhonov-Phillips doblemente generalizados. Esta estimación se particulariza a la regla

heuŕıstica dada en [27] dejando en evidencia que resulta mejor que la dada por los autores en

dicho art́ıculo para el caso de fidelidad cuadrática.

Los primeros resultados obtenidos en este caṕıtulo, se basan principalmente en un supuesto

dado por una condición fuente. Sin embargo, veremos que es posible reemplazar este supuesto

por una desigualdad variacional obteniendo resultados análogos de estimaciones del error a-

posteriori. Finalmente, se establecen relaciones entre la condición de optimalidad asociada al

problema, la condición fuente y la desigualdad variacional mencionada.

Aunque la mayoŕıa de los problemas que serán abordados y estudiados en esta tesis son de

naturaleza predominantemente teórica, todos ellos proceden del estudio de problemas inversos

mal condicionados que, como es sabido, aparecen en muchas áreas de la ciencia y, por lo tanto, es

importante señalar que algunos resultados podŕıan tener potenciales aplicaciones en las mismas.

Con el objetivo de relacionar los contenidos abordados en cada caṕıtulo, al final de cada uno

de ellos se presentará un cuadro integrador. Y, luego de las conclusiones, un cuadro final que

permite una visualización global de todos los contenidos y resultados obtenidos en este trabajo

de tesis.





CAPÍTULO 1

Problemas inversos desde el enfoque determińıstico

En este caṕıtulo presentaremos algunas nociones básicas para la resolución de un problema

inverso desde el enfoque determińıstico clásico.

En un contexto general, un problema inverso puede formularse como la necesidad de deter-

minar x en una ecuación de la forma

T x = y, (1.1)

donde T : X → Y es un operador lineal y acotado entre dos espacios de Banach de dimensión

infinita 1 (en general, espacios de funciones) e y es el dato que se supone conocido, quizás con

algún nivel de error.

Muy a menudo, los problemas inversos resultan mal condicionados (“ill-posed”) en el sentido

de Hadamard, es decir, no verifican al menos uno de los siguientes postulados de Hadamard de

buen condicionamiento (“well-posedness”):

(Had 1) Existencia: Para todo dato admisible, existe una solución.

(Had 2) Unicidad: Para todo dato admisible, la solución es única.

(Had 3) Dependencia continua: La solución depende del dato de manera continua.

Problemas de este tipo se presentan en diversas áreas y en una gran variedad de aplicaciones. Por

ejemplo, la determinación de la distribución de la densidad en un cuerpo mediante la emisión de

rayos X, que constituye la base de la Tomograf́ıa Computada ([29], [38]), se realiza mediante

la inversión de la Transformada de Radon, resultando siempre un problema mal condicionado

([16]). Asimismo, en algunos problemas tales como la eliminación del ruido o la restauración de

señales e imágenes ([31]), el modelo matemático da lugar a una integral de convolución con un

núcleo de dispersión, generando ecuaciones integrales de primera clase, cuya inversión, salvo en

el caso de núcleos degenerados, es siempre mal condicionada ([16]).

Es sabido que si el postulado (Had 1) no se verifica, es posible relajar la noción de solución,

aceptando una solución generalizada del problema, al menos para dato exacto. Por otro lado,

si el postulado (Had 2) es el que no se satisface, puede buscarse aquella solución que cumpla

1En la teoŕıa más clásica los espacios X e Y son espacios de Hilbert.
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con alguna condición adicional, como por ejemplo, la de mı́nima norma en X . Finalmente, la

violación del tercer postulado (Had 3) es, en general, la principal causa de mal condicionamiento

de un problema inverso. En este caso, pequeños errores o ruidos en la medición del dato y pueden

producir errores muy grandes en la solución del problema inverso, volviendo inestables todos

los procedimientos numéricos tradicionales de aproximación. Para restablecer la estabilidad es

necesario implementar métodos de regularización cuya definición se introducirá en el contexto

de espacios de Hilbert en la Sección 1.1, y en la Sección 1.2 se presentará una generalización de

este concepto en espacios de Banach. Esta última definición será con la que se trabajará a lo

largo de esta tesis.

Ahora veremos cómo se relacionan los postulados de Hadamard con el operador T asociado

al problema. Se dice que el dato y ∈ Y es alcanzable si y ∈ R(T ). De esta manera, el postulado

(Had 1) es equivalente a que cada y ∈ Y sea alcanzable, es decir que R(T ) = Y. Por otro

lado, el postulado (Had 2) se verifica si y sólo si N (T ) = {0}. Por lo tanto, que se verifiquen

los postulados (Had 1) y (Had 2) es equivalente a que exista el operador T −1. Finalmente,

que el postulado (Had 3) se cumpla es equivalente a que el operador T −1 sea continuo (o

acotado). Pero considerar que R(T ) = Y y que N (T ) = {0} es muy restrictivo. Incluso si

y no es alcanzable, quizás estamos interesados en encontrar alguna solución generalizada del

problema (1.1), es decir, alguna solución que satisfaga (1.1) de manera aproximada. Además, si

N (T ) 6= {0} la solución de (1.1) resulta no ser única y podemos elegir alguna que satisfaga una

condición adicional, como señalamos anteriormente. Esta noción generalizada de solución será

proporcionada, para el caso de espacios de Hilbert, a partir del concepto de inversa generalizada

de Moore-Penrose del operador T . En la Sección 1.1 presentaremos esta inversa y algunas de

sus propiedades más importantes. La continuidad de la inversa generalizada de Moore-Penrose

será relevante cuando el postulado (Had 3) no se cumpla.

Como hemos mencionado anteriormente, en la Sección 1.1 veremos en qué consisten los

métodos de regularización cuando el operador asociado al problema está definido entre espacios

de Hilbert, haciendo especial hincapié en el método de regularización de Tikhonov-Phillips. Una

de las ventajas de este último método es su formulación como un problema de optimización en el

cual la solución regularizada viene dada por un minimizante del funcional de Tikhonov-Phillips

clásico (que llamaremos “funcional TP”) dado por

Jη(x) = ‖T x− y‖2 + η ‖x‖2,
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con parámetro η > 0. Luego, en la Sección 1.2 generalizaremos el concepto de regularización

en el contexto de espacios de Banach y estudiaremos el método que consiste en aproximar la

solución del problema (1.1) mediante un minimizante del funcional de Tikhonov-Phillips con

penalizante generalizado

Jψ,η(x) = ‖T x− y‖2 + η ψ(x),

donde ψ es un funcional real definido en el espacio X . A este funcional lo llamaremos “funcional

TPG” y, para este método, enunciaremos los principales resultados de existencia y unicidad

de minimizante que pueden encontrarse en [34]. Finalmente, en la Sección 1.3 presentaremos

generalizaciones de estos resultados que hemos obtenido para el caso del funcional de Tikhonov-

Phillips con término de fidelidad y penalizante generalizados dado por

Jφ,ψ,η(x) = φ(T x, y) + η ψ(x),

donde φ es un funcional real definido sobre el espacio Y × Y. Como el funcional Jφ,ψ,η es

generalizado en sus dos términos se denotará como “funcional TPGG”. A su vez, enunciaremos

y probaremos resultados de convergencia de soluciones regularizadas obtenidas mediante la

minimización del funcional TPGG para reglas de elección del parámetro a-priori.

1.1. Teoŕıa Clásica

A lo largo de esta sección presentaremos el concepto de inversa generalizada de Moore-

Penrose del operador T definido entre dos espacios de Hilbert, enunciaremos algunas propiedades

importantes de la misma aśı como condiciones necesarias y suficientes para su continuidad. Para

mayor detalle sobre estos resultados, el lector interesado puede consultar [16]. Finalmente,

veremos en qué consisten los métodos de regularización y, en particular, nos abocaremos al

estudio del método de Tikhonov-Phillips en su versión clásica.

En primer lugar, presentamos los conceptos de solución de mı́nimos cuadrados y de mejor

solución aproximada.

Definición 1.1. Sean X e Y dos espacios de Hilbert y T : X → Y un operador lineal y acotado.

1. x0 ∈ X se dice solución de mı́nimos cuadrados de T x = y si

‖T x0 − y‖ = ı́nf {‖T z − y‖ : z ∈ X} .
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2. x0 ∈ X se denomina mejor solución aproximada de T x = y si x0 es una solución de

mı́nimos cuadrados de T x = y y

‖x0‖ = ı́nf {‖z‖ : z es una solución de mı́nimos cuadrados de T x = y} .

De la definición anterior se sigue inmediatamente que la mejor solución aproximada de (1.1)

es la solución de mı́nimos cuadrados de mı́nima norma en X .

A continuación, definimos la inversa generalizada de Moore-Penrose del operador T . Para

ello, se restringe su dominio y rango de tal manera que el operador restringido resultante T̃ sea

invertible.

Definición 1.2. Sean X e Y dos espacios de Hilbert, T ∈ L(X ,Y) y T̃ .
= T |N (T )⊥ : N (T )⊥ →

R(T ). La inversa generalizada de Moore-Penrose T † de T se define como la única extensión

lineal de T̃ −1 al dominio

D(T †)
.
= R(T )⊕R(T )⊥,

que satisface N (T †) = R(T )⊥.

En esta definición, se extiende T̃ −1 : R(T ) → N (T )⊥ a T † : R(T )⊕R(T )⊥ → N (T )⊥ de

tal manera que T †y = T̃ −1y1, donde y = y1 + y2 con y1 ∈ R(T ) y y2 ∈ R(T )⊥. Por otra parte,

es importante observar que, como N (T̃ ) = {0} y R(T̃ ) = R(T ) se sigue inmediatamente que

T̃ −1 existe y, como consecuencia, el operador T † está bien definido.

Enunciamos ahora algunas propiedades importantes del operador T †. La siguiente proposi-

ción presenta cuatro ecuaciones que caracterizan uńıvocamente a T †.

Proposición 1.3. Sean P y Q las proyecciones ortogonales sobre N (T ) y R(T ), respectiva-

mente. Entonces, R(T †) = N (T )⊥ y se satisfacen las cuatro ecuaciones de Moore-Penrose:

T T †T = T

T †T T † = T †

T †T = I − P

T T † = Q|D(T †).

A continuación, presentamos una condición necesaria y suficiente para que un problema

inverso sea bien condicionado en el sentido de Hadamard.
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Proposición 1.4. La inversa generalizada de Moore-Penrose T † de T es acotada si y sólo si

R(T ) es cerrado.

El siguiente teorema afirma que la inversa generalizada de Moore-Penrose de T es el operador

solución que mapea el dato y sobre la mejor solución aproximada del problema T x = y (siempre

que y ∈ D(T †)).

Teorema 1.5. Si y ∈ D(T †) entonces T x = y tiene una única mejor solución aproximada dada

por x†
.
= T † y. Además, el conjunto de todas las soluciones de mı́nimos cuadrados está dado

por S =
{
x† + x̃, x̃ ∈ N (T )

}
.

Como hemos mencionado previamente, cuando un problema inverso no verifica el postulado

(Had 3), es necesario implementar un método de regularización. En término generales, la regu-

larización de un problema inverso mal condicionado consiste en su aproximación mediante una

familia, convenientemente constrúıda, de problemas inversos “vecinos” y bien condicionados.

Sin embargo, se debe tener presente que ningún truco matemático puede hacer estable un pro-

blema que es intŕınsecamente inestable. Todo lo que un método de regularización puede hacer es

recuperar información parcial acerca de la solución, de modo tan estable como sea posible. De

esta manera, dado un dato y ∈ D(T †), se desea hallar la mejor solución aproximada x† = T †y

de (1.1) a la que llamaremos solución exacta. En general, el dato exacto y no es conocido y sólo

se dispone de una aproximación o dato con ruido, que denotaremos yδ, el cual satisface

‖yδ − y‖ ≤ δ, (1.2)

donde δ > 0 es el nivel de ruido asociado a los errores de medición.

Es claro que, para problemas inversos mal condicionados, T †yδ (si existe, pues en este caso

D(T †) es un subespacio propio de Y) no constituye una buena aproximación de T †y debido a la

falta de continuidad del operador T †. Como consecuencia, se desea encontrar una aproximación

de x†, denotada por xδη, que dependa de manera continua del dato con ruido yδ, que pueda

calcularse de manera estable y que, finalmente, tienda a x† a medida que el nivel de ruido δ

tiende a cero por derecha, siempre que el parámetro de regularización η sea elegido de manera

“apropiada”.

En este sentido, el problema (1.1) no es pensado sólo para un dato espećıfico y sino que se

considera como una colección de problemas para cada y ∈ R(T ) (si se supone alcanzabilidad)

o para cada y ∈ D(T †). De esta manera, no se regulariza un problema en particular sino una

colección de problemas o, en otras palabras, regularizamos el operador T †. Más precisamente,
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una regularización de T † consiste en una familia de operadores continuos {Rη} (dependiente de

un parámetro η) mediante la cual se aproxima la solución x† por xδη
.
= Rη y

δ, calculada en forma

estable (debido a la continuidad de Rη). Por otro lado, es sabido que el parámetro η, vinculado

a δ y/o a yδ y, quizás, en menor medida a T o a y, debe ser elegido de manera tal que xδη tienda

a x† a medida que el nivel de ruido δ tienda a cero por derecha. Definimos ahora un método de

regularización.

Definición 1.6. Sean T : X → Y un operador lineal y acotado entre dos espacios de Hilbert y

η0 ∈ (0,+∞]. Para cada η ∈ (0, η0), sea Rη : Y → X un operador continuo (no necesariamente

lineal). La familia {Rη} se denomina familia de operadores de regularización para T † si, para

cada y ∈ D(T †), existe una regla de elección del parámetro η = η(δ, yδ) tal que

ĺım
δ→0+

sup
yδ∈Y: ‖y−yδ‖≤δ

‖Rη(δ,yδ)yδ − T †y‖ = 0. (1.3)

Además, η : R+ × Y → (0, η0) es tal que

ĺım
δ→0+

sup
yδ∈Y: ‖y−yδ‖≤δ

η(δ, yδ) = 0. (1.4)

Para y ∈ D(T †) fijo, el par
(
{Rη}, η(δ, yδ)

)
se denomina método de regularización convergente

(para resolver (1.1)) si se satisfacen (1.3) y (1.4).

Aśı, un método de regularización consiste en una familia de operadores de regularización

(que podŕıan ser no lineales) y una regla de elección del parámetro. Es oportuno observar que una

familia de operadores {Rη} se define para T † mientras que una regla de elección del parámetro

η se define para una dato espećıfico y. En la siguiente definición se presentan distintos tipos de

reglas de elección del parámetro.

Definición 1.7. Sea η una regla de elección del parámetro. Si η no depende de yδ pero si de δ,

se denomina regla de elección del parámetro a-priori (debido a que puede definirse antes de la

obtención del dato yδ) y se denota η = η(δ). De lo contrario, se denomina regla de elección del

parámetro a-posteriori y se denota con η = η(δ, yδ).

El siguiente teorema debido a A. B. Bakushinskii ([2]) muestra que una regla de elección del

parámetro que sólo dependa de yδ (es decir, que no dependa del nivel de ruido δ) no puede ser

parte de un método de regularización convergente para un problema inverso mal condicionado

en el sentido de la Definición 1.6. Este tipo de regla se denomina regla de elección del parámetro

heuŕıstica. Entre ellas, podemos mencionar “el criterio de la curva L” propuesto en 1992 por P.
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C. Hansen ([22]) y el método de “validación cruzada generalizada” introducido en 1979 por G.

H. Golub, M. T. Heat y G. Wahba ([20]). En el Caṕıtulo 2 de esta tesis veremos en detalle una

regla de este tipo propuesta en 2011 por K. Ito, B. Jin y J. Zou ([27]).

Teorema 1.8. Sea T : X → Y un operador lineal y acotado entre dos espacios de Hilbert.

Supongamos además que existen una familia de operadores de regularización {Rη} para T † y

una regla de elección del parámetro η que depende sólo de yδ pero no de δ, tales que el método

de regularización
(
{Rη}, η(yδ)

)
es convergente para cada y ∈ D(T †). Entonces, T † es acotado

(y luego, el problema (1.1) es bien condicionado).

Es importante observar que este resultado no dice que si T † no es acotado, una regla de

elección del parámetro que no depende de δ (conocida como libre de error) no pueda tener

un buen comportamiento para niveles de ruido δ pequeños. Además, cabe mencionar aqúı que

el Teorema 1.8 es un corolario del resultado presentado por A. B. Bakushinskii en su art́ıculo

original ([2]) donde el operador T está definido entre dos espacios métricos.

La proposición a continuación permite afirmar que se pueden construir operadores de re-

gularización como aproximaciones puntuales de la inversa generalizada de Moore-Penrose de

T .

Proposición 1.9. Sean T : X → Y un operador lineal y acotado entre dos espacios de Hilbert y

Rη un operador continuo (no necesariamente lineal) para cada η > 0. Entonces, la familia {Rη}
es una familia de operadores de regularización para T † si Rηy → T †y para todo y ∈ D(T †),

cuando η → 0+. En este caso, para cada y ∈ D(T †) existe una regla de elección del parámetro

a-priori, η(δ), tal que ({Rη}, η(δ)) es un método de regularización convergente para resolver

T x = y.

En el siguiente resultado se caracterizan las reglas de elección del parámetro a-priori que

originan métodos de regularización convergentes.

Proposición 1.10. Sean T : X → Y un operador lineal y acotado entre dos espacios de

Hilbert y {Rη} una familia de operadores lineales de regularización; para cada y ∈ D(T †) sea

η : R+ → R
+ una regla de elección del parámetro a-priori. Entonces, ({Rη}, η(δ)) es un método

de regularización convergente si y sólo si

ĺım
δ→0+

η(δ) = 0 (1.5)

y
ĺım
δ→0+

δ ‖Rη(δ)‖ = 0. (1.6)
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Si bien existe una gran variedad de métodos de regularización tales como el método de

Landweber, la descomposición en valores singulares truncada, el método de Showalter ([16]),

uno de los más conocidos y, sin dudas, el más utilizado es el método de regularización de

Tikhonov-Phillips, propuesto independientemente por D. L. Phillips y A. N. Tikhonov en 1962

y 1963, respectivamente (ver [43], [52], [53]). El mismo puede ser formulado en un contexto

muy general mediante la utilización de teoŕıa espectral ([16]) en el cual la familia de operadores

de regularización {Rη} está dada por Rη = (T ∗T + ηI)−1 T ∗. Luego, si sólo se dispone del dato

con ruido yδ, la solución regularizada del problema (1.1) obtenida por este método resulta

xδη = (T ∗ T + η I)−1 T ∗ yδ, (1.7)

donde η > 0 es un parámetro de regularización fijo.

Una de las razones por las cuales la aplicación de este método es tan frecuente es, sin dudas,

el hecho de que también puede ser planteado de manera muy simple como un problema de

optimización. En efecto, para cada parámetro de regularización η > 0, la solución regularizada

xδη dada en (1.7) coincide con el único minimizante del funcional TP dado por

Jη(x) = ‖T x− yδ‖2 + η ‖x‖2, (1.8)

como se demuestra en el Teorema 5.1 de [16]. El término ‖T x − yδ‖2 se conoce como término

de fidelidad y mide la proximidad entre T x y yδ. Por otro lado, ‖x‖2 se denomina funcional de

penalización o penalizante. La minimización de (1.8) es un “compromiso” entre minimizar la

norma del residuo, T x−yδ, y mantener el término de penalización ‖x‖2 pequeño, es decir, forzar
estabilidad. Es importante señalar aqúı que el penalizante en (1.8) no sólo introduce estabilidad

sino que también determina ciertas propiedades de regularidad de las soluciones aproximadas xδη,

y de la correspondiente solución de mı́nimos cuadrados a la que tienden, cuando el parámetro

de regularización tiende a cero por derecha. El parámetro de regularización η determina un

“trade-off” entre el término de fidelidad y el penalizante. Valores grandes del parámetro η

corrresponden a una mayor estabilidad de las soluciones aproximadas, pero el problema auxiliar

no resulta ser “vecino” ya que se encuentra alejado del original. Por otro lado, valores de η

pequeños representan problemas auxiliares cercanos al original, pero tienden a volverse más

inestables a medida que η se acerca a cero.

A continuación, enunciamos un resultado de convergencia de las soluciones regularizadas

obtenidas mediante el método de Tikhnov-Phillips cuando la regla de elección del parámetro es

a-priori que resulta ser una versión particular de la Proposición 1.10 para este método.
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Proposición 1.11. Sea xδη definido como en (1.7), y ∈ R(T ), ‖yδ − y‖ ≤ δ. Si la regla de

elección del parámetro η = η(δ) es tal que

ĺım
δ→0+

η(δ) = 0 (1.9)

y
ĺım
δ→0+

δ2

η(δ)
= 0 (1.10)

entonces ĺım
δ→0+

xδη(δ) = T † y.

La prueba de este resultado puede encontrarse en [16]. En la misma se utilizan argumentos

de la teoŕıa de optimización, es decir, el hecho de que xδη es un minimizante del funcional Jη.
Sin embargo, este resultado puede probarse utilizando teoŕıa espectral para mostrar que la

hipótesis (1.10) de la Proposición 1.11 implica la hipótesis (1.6) de la Proposición 1.10 (notar

que las hipótesis (1.5) y (1.9) coinciden).

Una de las principales restricciones del método de Tikhonov-Phillips, la que se encuentra

ampliamente documentada en la literatura, es la relacionada a la sobrerregularización que pro-

duce su aplicación. Esta puede describirse de la siguiente manera: si la solución exacta posee

discontinuidades o regiones en las cuales es localmente irregular (por ejemplo, existencia de

vértices, saltos, bordes u otras caracteŕısticas de falta de regularidad) entonces la aplicación de

este método resulta en aproximaciones sobresuavizadas, las cuales pierden la mayor parte de la

información en relación a tal falta de regularidad ([32]). En algunas aplicaciones concretas (tal es

el caso, por ejemplo, en ciertos problemas asociados a restauración de imágenes en Astronomı́a

y Medicina) en las cuales es muy importante preservar las caracteŕısticas de tales irregularida-

des, esta particularidad del método de Tikhonov-Phillips puede ser altamente indeseable. Una

manera de “subsanar” esto es a través de la utilización de diversos tipos de penalizantes que

permiten capturar diferentes propiedades de la solución exacta. La importancia de la utilización

de este nuevo enfoque radica en el hecho que no solamente puede inducirse estabilidad con

diferentes penalizantes sino que, además, una adecuada elección del mismo, basada quizás en el

conocimiento de cierto tipo de información a-priori acerca de la solución exacta, puede resultar

en soluciones aproximadas que compartan con aquella propiedades similares. De esta manera,

se dio origen a una amplia variedad de métodos de Tikhonov-Phillips generalizados.

En sus art́ıculos originales ([52], [53]) A. N. Tikhonov consideró un método de regularización

con un funcional más general dado por

JL,η(x) = ‖T x− y‖2 + η ‖Lx‖2, (1.11)
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donde L : D(L) ⊂ X → Z es un operador a valores en un espacio de Hilbert Z. En 1996, Engl et

al. ([16]) probaron, bajo ciertas condiciones sobre el operador L, la existencia de minimizantes

del funcional (1.11) y la convergencia de éstos a la solución de mı́nimos cuadrados de (1.1) que

además minimiza ‖x‖L .
= ‖Lx‖. Sin embargo, si L corresponde, por ejemplo, a un operador

diferencial, las soluciones regularizadas obtenidas mediante la minimización del funcional (1.11)

poseen la misma particularidad indeseable que aquellas obtenidas mediante la minimización del

funcional TP.

En los últimos 25 años varios autores ([1], [24], [35], [36], [47], [48], [49], [50], [54]) han

propuesto diversas generalizaciones del método clásico de regularización de Tikhonov-Phillips.

La mayoŕıa de ellas consisten, esencialmente, en considerar diferentes penalizantes. Según la

elección del mismo, el método origina soluciones regularizadas con distintas propiedades, las

que aproximan diferentes soluciones de mı́nimos cuadrados de (1.1). Por ejemplo, la utilización

de la norma de variación acotada, ‖x‖BV, como penalizante en (1.11) en lugar de ‖Lx‖2, origina
el llamado método de regularización por variación acotada ([1], [12], [47], [48]). Este método

solamente impone que las soluciones sean de variación acotada y no necesariamente suaves.

Por esta razón resulta muy apropiado en ciertos problemas de restauración de imágenes en

los cuales es imprescindible que la regularización sea capaz de detectar y restaurar bordes y

discontinuidades que se presumen presentes en la solución exacta ([10], [14]). Por ejemplo, en el

área de Medicina son de particular interés los problemas relacionados con la detección precisa de

regiones tumorales ([40]). De esta manera, es posible pensar en funcionales de Tikhonov-Phillips

con penalizante generalizado que serán estudiados en detalle en la siguiente sección.

1.2. Regularización de tipo Tikhonov-Phillips generalizado

Como hemos mencionado, a lo largo de esta sección consideraremos funcionales TPG de la

forma

Jψ,η(x) .= ‖T x− y‖2 + η ψ(x),

donde T : X → Y es un operador lineal y acotado entre dos espacios de Banach, el penalizante

ψ es un funcional real arbitrario con dominio D ⊂ X , x ∈ D y η es una constante positiva.

Para el caso clásico estudiado en la sección anterior, donde X e Y eran espacios de Hilbert

y el funcional ψ estaba dado por ψ(x) = ‖x‖2, hemos visto que las soluciones regularizadas

convergen a la mejor solución aproximada, es decir, a aquella solución de mı́nima norma o de
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mı́nimo penalizante. En este sentido, a continuación presentamos un concepto que extiende el

de solución de mı́nima norma y que será de nuestro interés de aqúı en adelante.

Definición 1.12. Decimos que x̃ ∈ X es una solución ψ-minimizante del problema (1.1) si

T x̃ = y y si ψ(x̃) = ı́nf {ψ(x̂) : x̂ ∈ X y T x̂ = y} .

Como hemos mencionado, un problema inverso es mal condicionado si no verifica al menos

uno de los tres postulados de Hadamard de buen condicionamiento. Hemos visto que si (Had 1)

o (Had 2) no se verifican, es posible relajar el concepto de solución o considerar aquella solución

que cumpla con alguna condición adicional, respectivamente. Además, para el caso en que X e

Y son espacios de Hilbert, el cumplimiento del postulado (Had 3) se encuentra estrechamente

relacionado con el hecho que el operador T † sea acotado y, como consecuencia de la Proposición

1.4, conque el rango de T sea cerrado. Cuando X e Y son espacios de Banach, el cumplimiento

del postulado (Had 3) también está vinculado con el hecho que el rango del operador T sea

cerrado. Esto último refiere al concepto de buen condicionamiento según M. Z. Nashed ([37]),

que presentamos a continuación.

Definición 1.13. El problema inverso (1.1) se dice bien condicionado en el sentido de Nashed

si el rango del operador T es cerrado, es decir, si R(T ) = R(T ); y mal condicionado en el

sentido de Nashed si el rango de T no es cerrado.

Es posible probar que si el operador T es inyectivo, el problema (1.1) es mal condicionado en

el sentido de Nashed si y sólo si el operador T −1 : R(T ) ⊂ Y → X es no acotado, es decir, si el

tercer postulado de Hadamard no se verifica ([50], Proposición 3.9). Aśı, se puede observar que,

si el operador T es inyectivo, los conceptos de mal condicionamiento de Hadamard y Nashed

son equivalentes.

Como es sabido, cuando un problema inverso no verifica el postulado (Had 3), es necesario

implementar un método de regularización. En la Sección 1.1, hemos estudiado en qué consisten

estos métodos en el contexto de espacios de Hilbert. Sin embargo, es necesario generalizar este

concepto cuando los espacios son de Banach.

Definición 1.14. Sean T : X → Y un operador lineal y acotado entre dos espacios de Banach,

y ∈ R(T ) y η̄ ∈ (0,+∞). Un mapeo que transforma cada par (yδ, η) ∈ Y×(0, η] a algún elemento

bien definido xδη ∈ X se denomina regularización del problema inverso (1.1) si existe una elección

apropiada η = η(yδ, δ) del parámetro de regularización tal que, para cada sucesión {yn}n ⊂ Y
con ‖yn − y‖ ≤ δn, donde δn → 0 cuando n → ∞, la solución regularizada correspondiente
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xδnη(yn,δn) converge, en algún sentido, a la solución de (1.1). Si esta solución no es única, las

soluciones regularizadas deben converger a una solución ψ-minimizante.

En la Sección 1.1 hemos presentado el método de Tikhonov-Phillips en su versión clásica

el cual, como vimos, consiste en aproximar la solución del problema (1.1), en el contexto de

espacios de Hilbert, mediante un minimizante del funcional TP dado en (1.8). Hemos visto

que este método es un método de regularización convergente en el sentido de la Definición 1.6

bajo ciertas hipótesis sobre la regla de elección del parámetro. El objetivo principal de esta

sección y de la siguiente es estudiar versiones generalizadas del método de Tikhonov-Phillips

y determinar si constituyen regularizaciones en el sentido de la Definición 1.14. Proponemos

entonces una primera generalización de este método, la cual consiste en aproximar la solución

del problema (1.1) mediante un minimizante del funcional TPG definido como

Jψ,η(x) .= ‖T x− y‖2 + η ψ(x), (1.12)

donde T : X → Y es un operador lineal y acotado entre dos espacios de Banach, el penalizante

ψ es un funcional real arbitrario con dominio D ⊂ X , x ∈ D y η es una constante positiva.

Más adelante, en la Sección 1.3, propondremos un método aún más general que consiste en

aproximar la solución del problema (1.1) mediante un minimizante del funcional TPGG

Jφ,ψ,η(x) .= φ(T x, y) + η ψ(x),

donde φ es un funcional real definido sobre el espacio Y × Y.

Para poder determinar si estos nuevos métodos propuestos constituyen una regularización

en el sentido de la Definición 1.14 es necesario, en primer lugar, probar la existencia y unicidad

de soluciones regularizadas, es decir, la existencia y unicidad de minimizante para los funcionales

TPG y TPGG, para cada dato y ∈ Y. En esta sección lo haremos para el caso del funcional

TPG y, en la Sección 1.3, para el caso del funcional TPGG. Finalmente, será necesario probar

la existencia de una solución ψ-minimizante y estudiar la convergencia, en algún sentido, de las

soluciones regularizadas obtenidas a partir de estos métodos a dicha solución cuando el nivel de

ruido tiende a cero. Esto lo haremos en la Sección 1.3 para el caso más general, es decir, para

el funcional TPGG.

En [34] se determinaron condiciones suficientes sobre el penalizante ψ que garantizan exis-

tencia, unicidad y estabilidad fuerte y débil de minimizantes del funcional TPG bajo distintos

tipos de perturbaciones. Antes de enunciar algunos de estos resultados, se introducen ciertas

definiciones necesarias.
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Definición 1.15. Sean X un espacio vectorial, ψ un funcional definido sobre el conjunto D ⊂ X
y A un subconjunto de D. Diremos que A es ψ-acotado si existe una constante k < ∞ tal que

|ψ(a)| ≤ k, para todo a ∈ A.

Definición 1.16. Sean X un espacio vectorial y ψ, F dos funcionales definidos sobre un conjunto

D ⊂ X . Diremos que el funcional F es ψ-coercivo si ĺım
n→∞

F (xn) = +∞ para cada sucesión

{xn} ⊂ D tal que ĺım
n→∞

ψ(xn) = +∞.

Observación 1.17. Si F es un funcional ψ-coercivo y ψ está acotado por abajo, entonces todos

los conjuntos de nivel para F definidos por Sa
.
= {x ∈ D : F (x) ≤ a}, con a ∈ R son conjuntos

ψ-acotados. En efecto, sea a ∈ R y supongamos que el conjunto Sa no es ψ-acotado, entonces

para cada k ∈ N, existe xk ∈ Sa tal que |ψ(xk)| > k. Por lo tanto, ĺım
k→∞

ψ(xk) = +∞. Luego,

como F es ψ-coercivo, tenemos que ĺım
k→∞

F (xk) = +∞. Pero para cada k ∈ N, xk ∈ Sa y, como

consecuencia, F (xk) ≤ a de donde resulta que no puede ocurrir que ĺım
k→∞

F (xk) = +∞. Puesto

que esta contradicción provino de suponer que Sa no es ψ-acotado, se sigue que Sa es ψ-acotado

para todo a ∈ R.

Definición 1.18. Sean X un espacio vectorial normado y F , ψ dos funcionales con D(F ) ⊂
D(ψ) ⊂ X . Diremos que F es ψ-subsecuencialmente (débilmente) semicontinuo inferiormente

si para cada sucesión ψ-acotada {xn} ⊂ D(F ) tal que xn
(ω)−→ x ∈ D(F ), existe una subsucesión

{xnj
} ⊂ {xn} tal que F (x) ≤ ĺım inf

j→∞
F (xnj

). Si F es ψ-subsecuencialmente semicontinuo infe-

riormente diremos simplemente que F es ψ-ssi. Análogamente, si F es ψ-subsecuencialmente

débilmente semicontinuo inferiormente diremos que F es ψ-sdsi.

Los principales resultados sobre existencia y unicidad de un minimizante global para el

funcional (1.12) se detallan a continuación.

Teorema 1.19. Sean X un espacio vectorial normado, Y un espacio con producto interno,

T ∈ L(X ,Y), y ∈ Y, D ⊂ X un conjunto convexo y ψ : D → R un funcional que satisface las

siguientes hipótesis:

(H1): está acotado por abajo, es decir, existe γ ≥ 0 tal que ψ(x) ≥ −γ, para todo x ∈ D;

(H2): para cada sucesión ψ-acotada {xn} ⊂ D tal que xn
ω−→ x ∈ D, existe una subsucesión

{xnj
} ⊂ {xn} que verifica ψ(x) ≤ ĺım inf

j→∞
ψ(xnj

);

(H3): las sucesiones ψ-acotadas son relativamente débilmente compactas en D, es decir,

para cada sucesión ψ-acotada {xn} ⊂ D, existen x ∈ D y una subsucesión {xnj
} ⊂ {xn} tales

que xnj

ω−→ x.
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Entonces, el funcional Jψ,η definido en (1.12) tiene un minimizante global. Si además ψ

es convexo y T es inyectivo; o si ψ es estrictamente convexo, entonces dicho minimizante es

único.

Observación 1.20. Si X es un espacio de Banach reflexivo y ψ(·) es una norma definida

sobre D entonces se satisfacen las hipótesis (H1) (tomando γ = 0), (H2) (por semicontinuidad

inferior débil de una norma) y (H3) (por ser X un espacio reflexivo) y por lo tanto, el funcional

Jψ,η definido en (1.12) tiene un minimizante global en D. Análogamente, si X es un espacio

de Banach reflexivo y ψ es el penalizante clásico dado por ψ(x) = ‖x‖2, es fácil ver que se

satisfacen las hipótesis (H1), (H2) y (H3), de donde se sigue que el funcional Jη dado en (1.8)

tiene un minimizante global en D.

Observación 1.21. Notar que la existencia y la unicidad del minimizante global de Jψ,η siguen
siendo válidas si reemplazamos las hipótesis (H2) y (H3) sobre el funcional ψ por las siguientes

hipótesis:

(H2′): ψ es ψ−ssi, es decir, para cada sucesión ψ-acotada {xn} ⊂ D tal que xn → x ∈ D,

existe una subsucesión {xnj
} ⊂ {xn} tal que ψ(x) ≤ ĺım inf

j→∞
ψ(xnj

);

(H3′): las sucesiones ψ-acotadas son relativamente compactas en D, es decir, para cada

sucesión ψ-acotada {xn} ⊂ D, existen x ∈ D y una subsucesión {xnj
} ⊂ {xn} tales que

xnj
→ x.

Es oportuno notar que la hipótesis (H3′) es más fuerte que (H3) mientras que (H2′) es más

débil que (H2). Veamos primero que (H3′) implica (H3). En efecto, sea {xn} ⊂ D una sucesión

ψ-acotada. Luego, por (H3′) existen x ∈ D y una subsucesión {xnj
} ⊂ {xn} tales que xnj

→ x.

Entonces, xnj

ω−→ x y aśı se tiene (H3). Ahora, veamos que (H2) implica (H2′). En efecto, sea

{xn} ⊂ D una sucesión ψ-acotada tal que xn → x ∈ D. Luego, se tiene que xn
ω−→ x entonces

por (H2) existe una subsucesión {xnj
} ⊂ {xn} tal que ψ(x) ≤ ĺım inf

j→∞
ψ(xnj

), de donde resulta

(H2′).

Si bien las hipótesis (H1), (H2) y (H3), aśı como (H2′) y (H3′), imponen condiciones sobre

el penalizante ψ y no sobre el operador T , es posible relajarlas si se dispone de cierta información

sobre T en relación a ψ, como se presenta en el siguiente resultado.

Teorema 1.22. Sean X un espacio vectorial normado, Y un espacio con producto interno,

T ∈ L(X ,Y), y ∈ Y, D ⊂ X un conjunto convexo y ψ un funcional real sobre D. Consideremos

además que T y ψ satisfacen las siguientes hipótesis:
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(H1): ψ está acotado por abajo, es decir, existe γ ≥ 0 tal que ψ(x) ≥ −γ, para todo x ∈ D;

(I2): para cada sucesión {xn} ⊂ D tal que {‖T xn‖+ ψ(xn)} está acotada en R (decimos en

este caso que tal sucesión es T -ψ-acotada) y xn
ω−→ x ∈ D, existe una subsucesión {xnj

} ⊂ {xn}
tal que ψ(x) ≤ ĺım inf

j→∞
ψ(xnj

);

(I3): las sucesiones T -ψ-acotadas son relativamente débilmente compactas en D, es decir,

para cada sucesión T -ψ-acotada {xn} ⊂ D, existen x ∈ D y una subsucesión {xnj
} ⊂ {xn}

tales que xnj

ω−→ x.

Entonces el funcional Jψ,η definido en (1.12) tiene un minimizante global. Si además, ψ es

convexo y si T es inyectivo; o si ψ es estrictamente convexo, entonces dicho minimizante es

único.

Observación 1.23. Las hipótesis (I2) e (I3) son más débiles que (H2) y (H3), respectivamente.

En primer lugar, veamos que (H2) implica (I2). En efecto, sea {xn} ⊂ D una sucesión T -ψ-

acotada tal que xn
ω−→ x ∈ D. Luego, existe k0 ∈ N tal que

|‖T xn‖+ ψ(xn)| ≤ k0, ∀n ∈ N. (1.13)

Supongamos que {xn} no es ψ-acotada. Entonces, existe una subsucesión {xnj
} ⊂ {xn} tal que

ψ(xnj
) → +∞ (como consecuencia también de (H1)). Aśı, existe j0 ∈ N tal que ψ(xnj

) > k0 >

0, ∀j ≥ j0, de donde se sigue para j ≥ j0 que

∣∣‖T xnj
‖+ ψ(xnj

)
∣∣ ≥ ‖T xnj

‖+ ψ(xnj
) ≥ ψ(xnj

) > k0,

lo cual contradice (1.13). Por lo tanto, {xn} es ψ-acotada. Entonces, por (H2) existe una sub-

sucesión {xnj
} ⊂ {xn} tal que ψ(x) ≤ ĺım inf

j→∞
ψ(xnj

), de donde se obtiene (I2).

Veamos ahora que (H3) implica (I3). Para ello, sea {xn} ⊂ D una sucesión T -ψ-acotada.

Análogamente a lo anterior, se tiene que {xn} es ψ-acotada. Por (H3), existen x ∈ D y una

subsucesión {xnj
} ⊂ {xn} tales que xnj

ω−→ x, de donde se sigue (I3).

Observación 1.24. Notemos que el Teorema 1.22 sigue siendo válido si se reemplazan las

hipótesis (I2) e (I3) por las siguientes:

(I2′): ψ es T -ψ-ssi, es decir, para cada sucesión T -ψ-acotada {xn} ⊂ D tal que xn → x ∈ D,

existe una subsucesión {xnj
} ⊂ {xn} tal que ψ(x) ≤ ĺım inf

j→∞
ψ(xnj

);

(I3′): para cada sucesión T -ψ-acotada {xn} ⊂ D, existen x ∈ D y una subsucesión {xnj
} ⊂

{xn} tales que xnj
→ x.
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1.3. Regularización de tipo Tikhonov-Phillips doblemente

generalizado

En la sección anterior presentamos el concepto de regularización de un problema inverso

en el contexto de espacios de Banach y propusimos un método que consistió en aproximar la

solución de este problema mediante un minimizante del funcional TPG, es decir, un funcional de

Tikhonov-Phillips con penalizante generalizado. Sin embargo, en muchas aplicaciones, resulta

de gran utilidad el uso de otros términos de fidelidad diferentes del clásico ‖T x − y‖2. Por
ejemplo, la utilización de normas más débiles como término de fidelidad permite, en el caso de

problemas de restauración de imágenes, una separación “más adecuada” entre la componente

de alta frecuencia, tales como el ruido y la textura, y la parte suave de la imagen ([41], [42]).

En el Caṕıtulo 2, donde estudiaremos los problemas inversos desde el punto de vista es-

tocástico, veremos que el término de fidelidad se encuentra estrechamente relacionado a la

distribución de probabilidad de una variable aleatoria que representa un error aditivo en el

modelo. De esta manera, bajo dicho enfoque, es usual pensar en el uso de términos de fidelidad

diferentes del clásico. A continuación, presentamos dos fidelidades no cuadráticas.

Ejemplo 1.25. Como es bien sabido, el método de regularización por variación acotada in-

troducido por L. I. Rudin, S. Osher y E. Fatemi en 1992, es muy apropiado en problemas de

restauración de imágenes y eliminación de ruido cuando la solución exacta presenta discontinui-

dades y bordes. Sin embargo, este método en su versión original (donde el término de fidelidad

es el clásico) tiene ciertas limitaciones. Una de ellas, es la pérdida de contraste en las soluciones

incluso para imágenes sin ruido ([51]). En 2005, T. F. Chan y S. Esedoglu ([11]) estudiaron

una versión modificada del método de variación acotada que tiene como término de fidelidad

la norma L1 (es decir, ‖T x − y‖1) y la aplicaron a problemas de eliminación de ruido. Sus re-

sultados permitieron afirmar que esa modificación produjo diferencias cualitativas interesantes

y muy deseables en el comportamiento del método. En particular, debido a la forma en que

se escalan el término de fidelidad y el penalizante en el método modificado, mostraron que el

mismo, a diferencia del método original, es invariante por contraste. Además, la regularización

impuesta a las soluciones del método con la norma L1 es “más geométrica” en el sentido que el

proceso de regularización depende más de las formas que del contraste de las caracteŕısticas de

la imagen. En el Caṕıtulo 2 veremos que esta fidelidad se encuentra asociada a un error aditivo

de tipo impulso con distribución de Laplace de media cero.
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Ejemplo 1.26. En aplicaciones tales como Tomograf́ıa por Emisión de Positrones y Nanoscoṕıa

Óptica, los datos muestreados usualmente responden a un Proceso de Poisson. Por esta razón,

como veremos en el Caṕıtulo 2, el término de fidelidad más utilizado en este contexto es la

divergencia de Kullback-Leibler KL(T x, y), donde KL es el funcional de Kullback-Leibler dado

por

KL(u, v)
.
=

∫

Ω

(
v ln

(v
u

)
− v + u

)
dµ, (1.14)

donde Ω ⊂ R
n es un conjunto acotado y medible, u, v ∈ L1(Ω), u, v > 0 en c.t.p ([45]). En este

contexto, el operador T asociado al problema es lineal y compacto y satisface que T x > 0 en

c.t.p, para x > 0 en c.t.p.

En esta sección estudiaremos el método que consiste en aproximar la solución del problema

inverso (1.1) mediante un minimizante de un funcional de Tikhonov-Phillips que sea generalizado

tanto en el penalizante como en el término de fidelidad. Consideraremos entonces funcionales

TPGG dados por

Jφ,ψ,η(x) .= φ(T x, y) + η ψ(x), (1.15)

donde φ : Y × Y → R y ψ : D ⊂ X → R son funcionales arbitrarios y η es una constante

real positiva. Como hemos mencionado en la sección anterior, para determinar si este método

propuesto constituye una regularización en el sentido de la Definición 1.14, es necesario probar

la existencia y unicidad de soluciones regularizadas, la existencia de solución ψ-minimizante

y, por último, la convergencia en algún sentido de las soluciones regularizadas a esta solución

cuando el nivel de ruido tiende a cero.

A continuación, presentamos un resultado que asegura la existencia y unicidad de un mini-

mizante del funcional (1.15). Este resultado constituye una generalización del Teorema 1.19.

Teorema 1.27. Sean X e Y espacios normados, T ∈ L(X ,Y), y ∈ Y y D ⊂ X un conjunto

convexo. Supongamos que los funcionales ψ : D → R y φ : Y × Y → R satisfacen las siguientes

hipótesis:

(G1): existen constantes reales γ1, γ2 ≥ 0 tales que

ψ(x) ≥ −γ1, para todo x ∈ D;

φ(ȳ, ŷ) ≥ −γ2, para todo ȳ, ŷ ∈ Y;

(H2): para cada sucesión ψ-acotada {xn} ⊂ D tal que xn
ω→ x ∈ D, existe una subsucesión

{xnj
} ⊂ {xn} que verifica ψ(x) ≤ ĺım inf

j→∞
ψ(xnj

);
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(H3): las sucesiones ψ-acotadas son relativamente débilmente compactas en D, es decir,

para cada sucesión ψ-acotada {xn} ⊂ D, existen x ∈ D y una subsucesión {xnj
} ⊂ {xn} tales

que xnj

ω−→ x;

(G4): para cada sucesión {yk} ⊂ Y tal que yk
ω−→ ȳ se satisface φ(ȳ, ŷ) ≤ ĺım inf

k→∞
φ(yk, ŷ),

para todo ŷ ∈ Y.

Entonces, el funcional Jφ,ψ,η definido en (1.15) tiene un minimizante global. Si además,

φ(·, y) es estrictamente convexo, ψ es convexo y T es inyectivo; o si φ(·, y) es convexo y ψ es

estrictamente convexo, entonces dicho minimizante es único.

Demostración. En primer lugar, notemos que para cada sucesión {zn} ⊂ D que converge

débilmente a z ∈ X , como T es lineal y acotado se tiene que T zn ω−→ T z. Luego, por hipótesis
(G4) para cada y ∈ Y se tiene que

φ(T z, y) ≤ ĺım inf
n→∞

φ(T zn, y). (1.16)

Dado que el funcional J resulta acotado inferiormente (como consecuencia de (G1)), existe una

sucesión {xn} ⊂ D tal que

Jφ,ψ,η(xn) −→ ı́nf
x∈D

Jφ,ψ,η(x) .= Jmin. (1.17)

Por hipótesis (G1) y como η > 0 es inmediato que −∞ < Jmin. Supongamos ahora que Jmin =

+∞. Como consecuencia, Jφ,ψ,η(xn) = +∞ para todo n, y aśı se prueba la existencia de un

minimizante. Consideremos entonces el caso en que Jmin < +∞. Veamos ahora que Jφ,ψ,η es

un funcional ψ-coercivo. En efecto, sea {zn} ⊂ D tal que ĺım
n→∞

ψ(zn) = +∞. Luego, como η > 0

y φ satisface la hipótesis (G1) resulta que

Jφ,ψ,η(zn) = φ(T zn, y) + η ψ(zn) ≥ −γ2 + η ψ(zn) −→ +∞.

Por lo tanto, ĺım
n→∞

Jφ,ψ,η(zn) = +∞ y aśı Jφ,ψ,η es un funcional ψ-coercivo.

Supongamos ahora que la sucesión {xn} no es ψ-acotada. Entonces, existe una subsuce-

sión {xnj
} ⊂ {xn} tal que ψ(xnj

) → +∞. Luego, como el funcional Jφ,ψ,η es ψ-coercivo,

Jφ,ψ,η(xnj
) → +∞. Pero esto, junto a (1.17), contradice el hecho de que Jmin < +∞. Por

lo tanto, {xn} es ψ-acotada. Entonces, por hipótesis (H3) existen x̄ ∈ D y una subsuce-

sión {xnj
} ⊂ {xn} tales que xnj

ω−→ x̄. Además, por hipótesis (H2) existe una subsucesión

{xnjk
} ⊂ {xnj

} tal que

ψ(x̄) ≤ ĺım inf
k→∞

ψ(xnjk
). (1.18)
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Luego,

Jφ,ψ,η(x̄) = φ(T x̄, y) + η ψ(x̄)

≤ ĺım inf
k→∞

φ(T xnjk
, y) + η ψ(x̄) (por (1.16))

≤ ĺım inf
k→∞

φ(T xnjk
, y) + η ĺım inf

k→∞
ψ(xnjk

) (por (1.18) y η > 0)

≤ ĺım inf
k→∞

(
φ(T xnjk

, y) + η ψ(xnjk
)
)

(por propiedad de ĺım inf y η > 0)

= ĺım inf
k→∞

Jφ,ψ,η(xnjk
)

= Jmin. (por (1.17) puesto que {xnjk
} ⊂ {xn})

Dado que Jmin ≤ Jφ,ψ,η(x̄) (por definición de ı́nfimo), se tiene que Jmin = Jφ,ψ,η(x̄), lo cual

prueba la existencia de un minimizante global del funcional (1.15).

Para probar ahora la unicidad del minimizante es necesario, en primer lugar, demostrar

que el funcional Jφ,ψ,η es estrictamente convexo. Consideraremos dos casos. En primer lugar,

supongamos que φ(·, y) es estrictamente convexo, ψ es convexo y T es inyectivo. Sean x, z ∈ D,

x 6= z y β ∈ (0, 1). Como T es inyectivo se tiene que T x 6= T z y aśı,

Jφ,ψ,η (βx+ (1− β)z) = φ (T (βx+ (1− β)z) , y) + η ψ(βx+ (1− β)z)

< β φ(T x, y) + (1− β)φ(T z, y) + η ψ(βx+ (1− β)z) (φ(·, y) estrict. convexo y T lineal)

≤ β φ(T x, y) + (1− β)φ(T z, y) + η β ψ(x) + η (1− β)ψ(z) (ψ convexo)

= β Jφ,ψ,η(x) + (1− β)Jφ,ψ,η(z).

Entonces, el funcional Jφ,ψ,η es estrictamente convexo. Veamos ahora el segundo caso en donde

suponemos que φ(·, y) es convexo y ψ es estrictamente convexo. Sean x, z ∈ D, x 6= z y β ∈ (0, 1).

Luego,

Jφ,ψ,η (βx+ (1− β)z) = φ (T (βx+ (1− β)z) , y) + η ψ(βx+ (1− β)z)

< φ (β T x+ (1− β)T z, y) + η β ψ(x) + η (1− β)ψ(z) (ψ estrict. convexo y T lineal)

≤ β φ(T x, y) + (1− β)φ(T z, y) + η β ψ(x) + η (1− β)ψ(z) (φ(·, y) convexo)

= β Jφ,ψ,η(x) + (1− β)Jφ,ψ,η(z),

de donde se sigue que el funcional Jφ,ψ,η es estrictamente convexo.

Supongamos ahora que existen x1, x2 ∈ D, x1 6= x2 tales que Jφ,ψ,η(x1) = Jφ,ψ,η(x2) = Jmin.

Como D es un conjunto convexo, para β ∈ (0, 1) sabemos que βx1 + (1 − β)x2 ∈ D. Además,
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como Jφ,ψ,η es estrictamente convexo se tiene que

Jφ,ψ,η (βx1 + (1− β)x2) < β Jφ,ψ,η(x1) + (1− β)Jφ,ψ,η(x2)

= Jφ,ψ,η(x1). (pues Jφ,ψ,η(x1) = Jφ,ψ,η(x2))

Pero esto contradice el hecho que Jφ,ψ,η(x1) = mı́n
x∈D

Jφ,ψ,η(x). Por lo tanto, x1 = x2, de donde

se obtiene la unicidad del minimizante global. �

Si consideramos el término de fidelidad cuadrático φ(T x, y) .= ‖T x−y‖2, es sencillo ver que

el mismo verifica la hipótesis (G1) con γ2 = 0 y la hipótesis (G4) por la semicontinuidad inferior

débil de la norma. De esta manera, el Teorema 1.27 constituye una generalización del Teorema

1.19 para funcionales de Tikhonov-Phillips con término de fidelidad y penalizante generalizados.

Sin embargo, es posible considerar términos de fidelidad diferentes del clásico que verifican las

hipótesis (G1) y (G4). En particular, las fidelidades presentadas en los ejemplos 1.25 y 1.26 son

algunas de ellas. En efecto, es fácil probar (análogamente a lo realizado para el caso clásico)

que la fidelidad dada por φ(T x, y) .
= ‖T x − y‖1 verifica las hipótesis (G1) y (G4) del teorema

anterior por tratarse de una norma. Por otro lado, es sabido que el funcional de Kullback-Leibler

es no negativo ([15]) por lo que verifica la hipótesis (G1) con γ2 = 0. Además, dicho funcional

es débilmente semicontinuo inferiormente en la primera variable ([15], Corolario 2.2), con lo

cual verifica la hipótesis (G4).

Presentamos ahora una generalización del Teorema 1.22 que relaja las hipótesis (H2) y (H3)

del Teorema 1.27 utilizando cierta información sobre T en relación a φ y a ψ.

Teorema 1.28. Sean X e Y espacios normados, T ∈ L(X ,Y), y ∈ Y, D ⊂ X un conjunto

convexo, y ψ : D → R, φ : Y × Y → R funcionales que satisfacen las siguientes hipótesis:

(G1): existen constantes reales γ1, γ2 ≥ 0 tales que

ψ(x) ≥ −γ1, para todo x ∈ D;

φ(ȳ, ŷ) ≥ −γ2, para todo ȳ, ŷ ∈ Y;

(G2): para cada sucesión {xn} ⊂ D tal que {φ(T xn, y) + ψ(xn)} está acotada en R (decimos

en este caso que tal sucesión es φ-T -ψ-acotada) y xn
ω−→ x ∈ D, existe una subsucesión

{xnj
} ⊂ {xn} tal que ψ(x) ≤ ĺım inf

j→∞
ψ(xnj

);

(G3): las sucesiones φ-T -ψ-acotadas son relativamente débilmente compactas en D, es decir,

para cada sucesión φ-T -ψ-acotada {xn} ⊂ D, existen x ∈ D y una subsucesión {xnj
} ⊂ {xn}

tales que xnj

ω−→ x.
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(G4): para cada sucesión {yk} ⊂ Y tal que yk
ω−→ ȳ se satisface φ(ȳ, ŷ) ≤ ĺım inf

k→∞
φ(yk, ŷ),

para todo ŷ ∈ Y.

Entonces el funcional Jφ,ψ,η definido en (1.15) tiene un minimizante global. Si además,

φ(·, y) es estrictamente convexo, ψ es convexo y T es inyectivo; o si φ(·, y) es convexo y ψ es

estrictamente convexo, entonces dicho minimizante es único.

Demostración. Si {zn} ⊂ D es una sucesión tal que zn
ω−→ z ∈ X entonces se puede

probar, como lo hicimos en la demostración del Teorema 1.27, que

φ(T z, y) ≤ ĺım inf
n→∞

φ(T zn, y). (1.19)

Análogamente a la prueba del Teorema 1.27, sabemos que existe una sucesión {xn} ⊂ D tal que

Jφ,ψ,η(xn) −→ ı́nf
x∈D

Jφ,ψ,η(x) .= Jmin. (1.20)

y que −∞ < Jmin < +∞. Supongamos que la sucesión {xn} no es φ-T -ψ-acotada. Entonces,

existe una subsucesión {xnj
} ⊂ {xn} tal que φ(T xnj

, y) + ψ(xnj
) → +∞. Consideremos los

siguientes casos:

Si φ(T xnj
, y) → +∞ entonces por hipótesis (G1) para ψ se sigue que

Jφ,ψ,η(xnj
) = φ(T xnj

, y) + η ψ(xnj
) ≥ φ(T xnj

, y)− ηγ1 −→ +∞,

y aśı Jφ,ψ,η(xnj
) → +∞. Luego, por unicidad del ĺımite, Jmin = +∞, lo que contradice

el hecho que Jmin < +∞.

Si ψ(xnj
) → +∞ entonces por hipótesis (G1) para φ y como η > 0 se sigue que

Jφ,ψ,η(xnj
) = φ(T xnj

, y) + η ψ(xnj
) ≥ −γ2 + η ψ(xnj

) −→ +∞,

de donde resulta que Jφ,ψ,η(xnj
) → +∞. Aśı, como en el caso anterior, se contradice

que Jmin < +∞.

Por lo tanto, la sucesión {xn} es φ-T -ψ-acotada y entonces, por hipótesis (G3) existen x̄ ∈ D

y una subsucesión {xnj
} ⊂ {xn} tales que xnj

ω−→ x̄. Luego, por (G2) existe una subsucesión

{xnjk
} ⊂ {xnj

} tal que

ψ(x̄) ≤ ĺım inf
k→∞

ψ(xnjk
). (1.21)

Entonces,

Jφ,ψ,η(x̄) = φ(T x̄, y) + η ψ(x̄)

≤ ĺım inf
k→∞

φ(T xnjk
, y) + η ψ(x̄) (por (1.19))
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≤ ĺım inf
k→∞

φ(T xnjk
, y) + η ĺım inf

k→∞
ψ(xnjk

) (por (1.21) y η > 0)

≤ ĺım inf
k→∞

(
φ(T xnjk

, y) + η ψ(xnjk
)
)

(por propiedad de ĺımite inferior y η > 0)

= ĺım inf
k→∞

Jφ,ψ,η(xnjk
)

= Jmin. (por (1.20) puesto que {xnjk
} ⊂ {xn})

Por lo tanto, usando la definición de ı́nfimo se sigue que Jmin = Jφ,ψ,η(x̄) y aśı, existe un

minimizante global del funcional Jφ,ψ,η.
Análogamente a la prueba del Teorema 1.27, si φ(·, y) es estrictamente convexo, ψ es convexo

y T es inyectivo, o si φ(·, y) es convexo y ψ es estrictamente convexo, entonces el funcional

Jφ,ψ,η resulta estrictamente convexo y, finalmente, como D es un conjunto convexo, se prueba

la unicidad del minimizante. �

Observación 1.29. Análogamente a lo realizado en la Observación 1.23, puede mostrarse que

las hipótesis (G2) y (G3) son más débiles que las hipótesis (H2) y (H3), respectivamente.

En primer lugar, para ver que (H2) implica (G2), consideremos una sucesión φ-T -ψ-acotada

{xn} ⊂ D tal que xn
ω−→ x ∈ D. Análogamente a la Observación 1.23, es fácil ver que esta

sucesión resulta ψ-acotada. Entonces, por (H2) existe una subsucesión {xnj
} ⊂ {xn} tal que

ψ(x) ≤ ĺım inf
j→∞

ψ(xnj
), de donde se sigue inmediatamente (G2).

Veamos ahora que (H3) implica (G3). Para ello, sea {xn} ⊂ D una sucesión φ-T -ψ-acotada.

Luego, se tiene que {xn} es ψ-acotada. Por (H3), existen x ∈ D y una subsucesión {xnj
} ⊂ {xn}

tales que xnj

ω−→ x, de donde se sigue (G3).

Hasta aqúı hemos probado la existencia y la unicidad de soluciones regularizadas obtenidas

mediante la minimización de un funcional TPGG. Procedemos ahora a probar la existencia de

una solución ψ-minimizante.

Teorema 1.30. Sean X e Y espacios normados, y ∈ Y y T ∈ L(X ,Y). Supongamos que el

funcional ψ : D ⊂ X → R satisface las siguientes hipótesis:

(H1): ψ está acotado por abajo, es decir, existe γ ≥ 0 tal que ψ(x) ≥ −γ, para todo x ∈ D;

(H2): para cada sucesión ψ-acotada {xn} ⊂ D tal que xn
ω→ x ∈ D, existe una subsucesión

{xnj
} ⊂ {xn} que verifica ψ(x) ≤ ĺım inf

j→∞
ψ(xnj

);

(H3): las sucesiones ψ-acotadas son relativamente débilmente compactas en D, es decir,

para cada sucesión ψ-acotada {xk} ⊂ D, existen x ∈ D y una subsucesión {xkj} ⊂ {xk} tales

que xkj
ω−→ x.
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Si existe una solución de (1.1) entonces existe una solución ψ-minimizante de (1.1) en D.

Demostración. Sea c
.
= ı́nf

x∈D: T x=y
{ψ(x)} (notar que existe como consecuencia de (H1)).

Luego, existe una sucesión {xk} de soluciones de (1.1) en D tal que ψ(xk) → c. Dado que la

sucesión {ψ(xk)} es convergente en R, se sigue que {xk} es una sucesión ψ-acotada. Luego, por

hipótesis (H3) existe una subsucesión {xkj} ⊂ {xk} y x̃ ∈ D tal que xkj
ω−→ x̃. A su vez, por

hipótesis (H2), existe una subsucesión {xkjn} de {xkj} tal que

ψ(x̃) ≤ ĺım inf
n→∞

ψ(xkjn ) = c. (1.22)

Como T es un operador lineal y acotado se tiene que T xkjn
ω−→ T x̃. Luego, del hecho de que

T xkjn = y, para todo n se sigue inmediatamente que T x̃ = y. Por lo tanto, como consecuencia

de la desigualdad (1.22) y debido a que x̃ ∈ D se tiene que ψ(x̃) = c y, aśı, x̃ es una solución

ψ-minimizante de (1.1) en D. �

Observación 1.31. Cabe mencionar aqúı que, tal como era de esperarse, para garantizar la

existencia de una solución ψ-minimizante del problema (1.1) se requieren sólo hipótesis sobre el

penalizante y no aśı sobre el término de fidelidad.

Finalmente, con el próposito de probar que los métodos propuestos constituyen una regula-

rización en el sentido de la Definición 1.14, sólo resta probar la convergencia de las soluciones

regularizadas a una solución ψ-minimizante del problema (1.1). Esto lo haremos para el caso en

que el parámetro de regularización sea elegido mediante una regla a-priori. Para ello, dada una

sucesión de datos {yδk} ⊂ Y tales que φ(y, yδk) ≤ δk y δk → 0+ cuando k → ∞, debemos probar

que la sucesión de soluciones regularizadas {xδkη(δk)} ⊂ X obtenidas mediante la minimización

del funcional TPGG converge, en algún sentido, a una solución ψ-minimizante del problema

(1.1).

Teorema 1.32. Sean X e Y espacios normados, y ∈ Y y T ∈ L(X ,Y). Supongamos que los

funcionales ψ : D ⊂ X → [0,+∞) y φ : Y × Y → [0,+∞] satisfacen las siguientes hipótesis:

i. para cada sucesión ψ-acotada {xn} ⊂ D tal que xn
ω−→ x ∈ D, existe una subsucesión

{xnj
} ⊂ {xn} que verifica ψ(x) ≤ ĺım inf

j→∞
ψ(xnj

);

ii. las sucesiones ψ-acotadas son relativamente débilmente compactas en D, es decir, para cada

sucesión ψ-acotada {xn} ⊂ D, existen x ∈ D y una subsucesión {xnj
} ⊂ {xn} tales que

xnj

ω−→ x;

iii. si φ(y, yn) → 0+ entonces yn
ω−→ y;
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iv. si yn
ω−→ y y yn

ω−→ y entonces φ(y, y) ≤ ĺım inf
n→∞

φ(yn, yn);

v. φ(y, y) = 0 es equivalente a y = y.

Supongamos además que existe una solución de (1.1) y que

{δk} es una sucesión decreciente de niveles de ruido tales que δk → 0+;

{yδk} ⊂ Y es una sucesión de datos tales que φ(y, yδk) ≤ δk para todo k;

η(δ) es una regla de elección del parámetro a-priori tal que

η(δ) → 0 y
δ

η(δ)
→ 0 cuando δ → 0+.

Consideremos la sucesión {xδkη(δk)} de soluciones regularizadas que son minimizantes del fun-

cional Jφ,ψ,η(δk) con dato yδk . Entonces, toda subsucesión de {xδkη(δk)} contiene una subsuce-

sión débilmente convergente a una solución ψ-minimizante de (1.1). Si además, la solución

ψ-minimizante es única entonces {xδkη(δk)} converge débilmente a dicha solución.

Demostración. Con el objetivo de simplificar la notación, denotemos con xk
.
= xδkη(δk),

yk
.
= yδk y ηk

.
= η(δk).

Sean {xkj}j una subsucesión de {xk}k y x̃ una solución ψ-minimizante de (1.1) (x̃ existe

como consecuencia del Teorema 1.30). Dado que xkj es minimizante del funcional Jφ,ψ,ηkj para

el dato ykj , los funcionales ψ y φ son no negativos y por ser x̃ una solución ψ-minimizante se

sigue que

0 ≤ ηkj ψ(xkj ) ≤ φ(T xkj , ykj ) + ηkj ψ(xkj )

≤ φ(T x̃, ykj ) + ηkj ψ(x̃)

= φ(y, ykj ) + ηkj ψ(x̃)

≤ δkj + ηkj ψ(x̃),

y aśı, 0 ≤ ψ(xkj ) ≤
δkj
ηkj

+ ψ(x̃). Por lo tanto, como
δkj
ηkj

→ 0+ y ψ(x̃) < +∞, se tiene que

ĺım sup
j→∞

ψ(xkj ) ≤ ψ(x̃). (1.23)

Entonces la sucesión {xkj} resulta ser ψ-acotada y, por hipótesis ii, existen una subsucesión

{xkjn}n de {xkj}j y x̂ ∈ D tales que xkjn
ω−→ x̂. Luego, por ser T un operador lineal y acotado

se sigue que

T xkjn
ω−→ T x̂. (1.24)
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Por otro lado, por ser xkjn minimizante del funcional Jφ,ψ,ηkjn para el dato ykjn , x̃ una

solución ψ-minimizante y debido a que los funcionales ψ y φ son no negativos se tiene que

0 ≤ φ(T xkjn , ykjn ) ≤ φ(T xkjn , ykjn ) + ηkjn ψ(xkjn ) ≤ φ(T x̃, ykjn ) + ηkjn ψ(x̃)

≤ δkjn + ηkjn ψ(x̃).

Luego, como δkjn → 0+, ηkjn → 0+ y ψ(x̃) < +∞ se tiene que

ĺım
n→∞

φ(T xkjn , ykjn ) = 0. (1.25)

Ahora, por hipótesis 0 ≤ φ(y, ykjn ) ≤ δkjn y δkjn → 0+, de donde se sigue inmediatamente por

hipótesis iii que

ykjn
ω−→ y. (1.26)

Entonces, de (1.24), (1.25), (1.26) y por hipótesis iv resulta

0 ≤ φ(T x̂, y) ≤ ĺım inf
n→∞

φ(T xkjn , ykjn ) = 0,

de donde se sigue que φ(T x̂, y) = 0. Por lo tanto, como consecuencia de la hipótesis v, T x̂ = y

y aśı x̂ es una solución de (1.1). Veamos ahora que x̂ es una solución ψ-minimizante. En efecto,

como {xkjn} es una sucesión ψ-acotada y xkjn
ω−→ x̂, por hipotesis i existe una subsucesión,

que volvemos a denotar de la misma manera para simplificar la notación, tal que ψ(x̂) ≤
ĺım inf
n→∞

ψ(xkjn ). Luego,

ψ(x̂) ≤ ĺım inf
n→∞

ψ(xkjn )

≤ ĺım sup
n→∞

ψ(xkjn )

≤ ψ(x̃) (por (1.23))

≤ ψ(x̂), (por ser x̃ una solución ψ-minimizante) (1.27)

de donde se sigue que ψ(x̂) = ψ(x̃), es decir que x̂ es una solución ψ-minimizante de (1.1).

Finalmente, si x̃ es única, hemos probado que para toda subsucesión {xkj}j de {xk}k existe

una subsucesión {xkjn}n que converge débilmente a x̃. Por lo tanto, xk
ω−→ x̃. �

Observación 1.33. Cabe mencionar aqúı que las hipótesis i y ii del teorema anterior coinciden

con las hipótesis (H2) y (H3) del Teorema 1.27 y, tal como hemos mencionado en la Obser-

vación 1.29, las mismas implican las hipótesis (G2) y (G3) del Teorema 1.28. Por lo tanto, si

reemplazamos las hipótesis i y ii del teorema anterior por (G2) y (G3), bajo el supuesto de

existencia de solución ψ-minimizante, se prueba la convergencia de soluciones regularizadas.
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Observación 1.34. Observar que de la desigualdad (1.27) y del hecho que ψ(x̂) = ψ(x̃) se tiene

que ĺım
n→∞

ψ(xkjn ) = ψ(x̂) = ψ(x̃). Aśı, probamos que para toda subsucesión {xkj}j de {xk}k
existe una subsucesión {xkjn}n tal que ψ(xkjn ) converge a ψ(x̃). Por lo tanto, ĺım

k→∞
ψ(xk) = ψ(x̃).

Supongamos además que ψ es un funcional tal que verifica la siguiente implicación: para cada

sucesión {xn} ⊂ X tal que xn
ω−→ x ∈ X y ψ(xn) → ψ(x) se tiene que ‖xn − x‖ → 0. Luego,

bajo las hipótesis del Teorema 1.32 y la unicidad de x̃, se prueba la convergencia fuerte de

soluciones regularizadas a la solución ψ-minimizante x̃.

El siguiente resultado es consecuencia del Teorema 1.32 y asegura la convergencia de solu-

ciones regularizadas obtenidas mediante la minimización de un funcional TPG. Su prueba se

sigue inmediatamente verificando que el término de fidelidad cuadrático φ(T x, y) .= ‖T x− y‖2

cumple las hipótesis iii, iv y v del Teorema 1.32.

Corolario 1.35. Sean X e Y espacios normados, y ∈ Y y T ∈ L(X ,Y). Supongamos que el

funcional ψ : D ⊂ X → [0,+∞) satisface las siguientes hipótesis:

i. para cada sucesión ψ-acotada {xn} ⊂ D tal que xn
ω→ x ∈ D, existe una subsucesión

{xnj
} ⊂ {xn} que verifica ψ(x) ≤ ĺım inf

j→∞
ψ(xnj

);

ii. las sucesiones ψ-acotadas son relativamente débilmente compactas en D, es decir, para cada

sucesión ψ-acotada {xn} ⊂ D, existen x ∈ D y una subsucesión {xnj
} ⊂ {xn} tales que

xnj

ω−→ x.

Supongamos además que existe una solución de (1.1) y que

{δk} es una sucesión decreciente de niveles de ruido tales que δk → 0+;

{yδk} ⊂ Y es una sucesión de datos tales que ‖y − yδk‖2 ≤ δk, para todo k;

η(δ) es una regla de elección del parámetro a-priori tal que

η(δ) → 0 y
δ

η(δ)
→ 0 cuando δ → 0+.

Consideremos la sucesión {xδkη(δk)} de soluciones regularizadas que son minimizantes del fun-

cional Jψ,η(δk) con dato yδk . Entonces, toda subsucesión de {xδkη(δk)} contiene una subsuce-

sión débilmente convergente a una solución ψ-minimizante de (1.1). Si además, la solución

ψ-minimizante es única entonces {xδkη(δk)} converge débilmente a dicha solución.

En conclusión, de lo expuesto hasta aqúı en las Secciones 1.2 y 1.3 se sigue que los métodos

propuestos, que consisten en aproximar la solución del problema (1.1) mediante un minimizante

de los funcionales TPG o TPGG, constituyen regularizaciones en el sentido de la Definición

1.14.







CAPÍTULO 2

Problemas inversos desde el enfoque estocástico

Existen, en principio, dos grandes enfoques para resolver problemas inversos: uno clásico

determińıstico, el cual presentamos en el Caṕıtulo 1, y otro estocástico, que veremos en el

presente caṕıtulo. Si bien, en una primera instancia, ambos enfoques parecen disjuntos, a lo

largo del desarrollo de este caṕıtulo mostraremos que se encuentran estrechamente relacionados.

Supongamos que se desea resolver el problema inverso que consiste en obtener información

acerca de una variable de interés x ∈ R
n a partir de una variable observable y ∈ R

m, las cuales

se relacionan a través de un modelo de la forma y = f(x). Como hemos mencionado en el

caṕıtulo anterior, en la mayoŕıa de los casos, el dato y no se conoce con exactitud puesto que

puede contener errores (de medición, por ejemplo) y, de esta manera, un modelo adecuado para

este tipo de problemas viene dado por

y = f(x, e), (2.1)

donde f : Rn × R
k → R

m es una función asociada al modelo y el vector e ∈ R
k representa el

error en la medición. En el Caṕıtulo 1 hemos mencionado que, en el enfoque determińıstico, el

propósito de las técnicas clásicas de regularización es obtener una aproximación razonable de

la variable de interés basada en los datos de los que se dispone. Sin embargo, desde el punto

de vista estad́ıstico, la solución de un problema inverso no será una estimación puntual de

la variable incógnita sino una distribución de probabilidad que podrá utilizarse para obtener,

luego, estimaciones de la variable de interés.

La filosof́ıa detrás de este nuevo enfoque consiste en la reformulación del problema inverso

en una forma estad́ıstica de búsqueda de información, es decir, en un problema de inferencia.

Aśı, todas las variables son consideradas variables aleatorias absolutamente continuas de manera

tal que la distribución de probabilidad de cada una de ellas puede ser expresada en términos

de una función de densidad de probabilidad. A lo largo de este caṕıtulo utilizaremos, como es

usual, letras mayúsculas para representar las variables aleatorias y letras minúsculas para sus

realizaciones. De esta manera, el modelo (2.1) puede reescribirse como

Y = f(X,E). (2.2)
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Supongamos ahora que, antes de obtener la medición y, disponemos de cierta información a-

priori sobre la variable incógnita X y que la misma puede codificarse en una densidad de

probabilidad πpr, que llamamos densidad a-priori. Por otro lado, supongamos que luego de la

medición puede obtenerse la densidad de probabilidad conjunta de X e Y que denotamos con

π(x, y). Luego, la densidad de probabilidad de Y dado X = x con πpr(x) > 0, llamada función

de verosimilitud, viene dada por

π(y|x) = π(x, y)

πpr(x)
.

Finalmente, dada una observación y de Y con π(y) > 0, la densidad condicional

π(x|y) = π(x, y)

π(y)

se denomina distribución a-posteriori de X y se considera como la solución de un problema

inverso desde este enfoque. Una forma de determinar la distribución a-posteriori es utilizando

el Teorema de Bayes que enunciamos a continuación.

Teorema 2.1. Sea X un vector aleatorio en R
n con función de densidad de probabilidad a-priori

dada por πpr. Sea y una observación del vector aleatorio Y ∈ R
m tal que π(y) > 0. Entonces,

la distribución de probabilidad a-posteriori de X dado el dato y está dada por

πpost(x)
.
= π(x|y) = πpr(x)π(y|x)

π(y)
∝ πpr(x)π(y|x),

donde el śımbolo ∝ significa “proporcional a”.

Por lo tanto, desde el punto de vista Bayesiano, un problema inverso puede expresarse

de la siguiente manera: dada una observación y de la variable Y , hallar la distribución de

probabilidad condicional π(x|y) de la variable incógnita X ([29]). Claramente, una distribución

de probabilidades como “solución” a un problema inverso resulta poco útil. Es por ello que, una

vez obtenida dicha distribución, a partir de ella se hallan estimadores de la variable de interés.

En consecuencia, la resolución de un problema inverso desde el punto de vista estad́ıstico puede

resumirse en la realización de las siguientes tres tareas:

Tarea 1. Construir una densidad de probabilidad πpr que refleje el comportamiento espe-

rado de variable de interés X basado en la información a-priori que se dispone

de dicha variable.

Tarea 2. Encontrar la función de verosimilitud π(y|x) que describe la relación entre la

observación y la incógnita.

Tarea 3. Hallar la densidad a-posteriori πpost, e implementar métodos para explorarla.
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A lo largo de la Sección 2.1 describiremos distintas formas de llevar a cabo estas tres tareas

([29]). En la Sección 2.1.1 presentaremos algunas densidades a-priori que serán de especial

interés en este caṕıtulo. En la Sección 2.1.2 veremos cómo construir la función de verosimilitud

para el caso particular de ruido aditivo y presentaremos el proceso de Poisson como ejemplo de

modelo con ruido no aditivo. Luego, en la Sección 2.1.3 definiremos, a partir de la distribución

a-posteriori, algunos estimadores de la variable incógnita. En la Sección 2.2 analizaremos el

principal v́ınculo que existe entre los enfoques determińıstico y estocástico para el abordaje de

un problema inverso. Este análisis permitirá ver que hallar un estimador de la variable de interés

X, está fuertemente conectado con la minimización de un funcional TPG(G). A continuación,

en la Sección 2.3 abordaremos los modelos jerárquicos ([9], [29]) y, finalmente, presentaremos

una regla de elección del parámetro heuŕıstica cuya construcción se basa en este tipo de modelo

([27]). Por último, en la Sección 2.4 mostraremos algunos ejemplos numéricos en aplicaciones

de procesamiento de señales e imágenes con el principal objetivo de mostrar el comportamiento

de la regla presentada.

2.1. Tareas

2.1.1. Densidad a-priori

Como hemos mencionado, la primer tarea que debe realizarse para la resolución de un pro-

blema inverso desde el enfoque Bayesiano es la construcción de una densidad a-priori para la

variable incógnita X. Esta tarea es crucial para la resolución y, en muchos casos, constituye

un gran desaf́ıo. La mayor dificultad se encuentra en lograr transformar la información cuali-

tativa que disponemos de la variable incógnita en información cuantitativa y, de esta manera,

encontrar una densidad a-priori adecuada que refleje el comportamiento esperado de X. Por

ejemplo, en imágenes médicas, podŕıamos estar interesados en determinar la presencia de cierto

tumor del que se sabe su ubicación exacta y que posiblemente tiene cierta estructura superficial

caracteŕıstica, que el ojo entrenado de un radiólogo puede reconocer. Estas son descripciones

cualitativas de lo que esperaŕıamos observar en la imagen, pero dif́ıciles de traducir al lenguaje

de las densidades. El principal objetivo entonces es diseñar una densidad a-priori πpr, de manera

tal que si E es un conjunto de realizaciones esperadas del vector aleatorio X y U es un conjunto

de realizaciones no esperadas, se verifique que πpr(x) ≫ πpr(x̃), para x ∈ E y x̃ ∈ U . De esta

manera, la densidad a-priori debe concentrarse en esos valores de la variable X que esperamos

ver y asignarles una probabilidad claramente mayor que a aquellos que no esperamos ver.



32 Problemas inversos desde el enfoque estocástico

En esta sección, a través de ejemplos, presentaremos algunas densidades conocidas que serán

utilizadas a lo largo de este caṕıtulo, tanto como densidades a-priori para la variable de interés

como densidades para el ruido, haciendo especial hincapié en algunas densidades de impulso

(ℓ1, Gamma y Gamma Inversa), en las densidades Gaussianas y en la distribución de Poisson.

Además, con el objetivo de visualizar el comportamiento de la variable según la distribución

elegida, se muestrean dichas densidades.

Ejemplo 2.2. Una variable aleatoria X ∈ R tiene una distribución de Laplace de media µ y

varianza 2σ2 (σ > 0) si su densidad de probabilidad está dada por

π(x) =
1

2σ
exp

(
−|x− µ|

σ

)
.

Supongamos que X ∈ R
n es una imagen (vectorizada) cuya componente Xj es una variable

aleatoria que representa la intensidad en el j-ésimo ṕıxel. Supongamos además que dichas com-

ponentes son independientes e idénticamente distribúıdas y tienen una distribución de Laplace

de media µ y varianza 2σ2. Luego, la densidad de probabilidad del vector aleatorio X está dada

por

π(x) =
1

(2σ)n
exp


−

n∑

j=1

|xj − µ|
σ


 .

Si µ = 0 entonces decimos que X tiene un distribución dada por la densidad de impulso ℓ1

definida como

π(x) =
(α
2

)n
exp (−α‖x‖1) , (2.3)

donde α
.
=

1

σ
> 0 es un parámetro conocido y ‖x‖1 .

=

n∑

j=1

|xj |. Denotamos esto con X ∼ ℓ1(α).

Como X representa una imagen, es natural considerar una restricción de positividad para

la misma, resultando necesario redefinir la densidad ℓ1 como

π(x) = αn π+(x) exp (−α‖x‖1) , (2.4)

donde π+(x) = 1, si xj > 0, ∀j y π+(x) = 0, en otro caso. Cabe destacar aqúı que esta nueva

función cumple con las condiciones necesarias para ser una densidad.

Es importante observar aqúı que la densidad (2.4) corresponde a la distribución conjunta de

n variables aleatorias independientes Xj . Luego, para cada ṕıxel se puede tomar una muestra de

tamaño 1 utilizando el procedimiento usual conocido como Método de la Transformada Inversa

([46]). En la Figura 1 se muestra una imagen de 60 × 60 ṕıxeles obtenida a partir de este

procedimiento considerando α = 10.



2.1 Tareas 33

Figura 1. Muestra de una densidad ℓ1(10) con restricción de positividad.

Ejemplo 2.3. Existen otras densidades de impulso como las distribuciones Gamma y Gamma

Inversa de parámetros α y θ0. Para un vector aleatorioX ∈ R
n con componentes independientes,

estas densidades son de la forma

πG(x) ∝
n∏

j=1

xα−1
j exp

(
−xj
θ0

)
,

y

πGI(x) ∝
n∏

j=1

x−α−1
j exp

(
− θ0
xj

)
,

respectivamente. Denotamos estos casos con X ∼ Γ(α, θ0) y X ∼ Γ−1(α, θ0).

Es sabido que estas distribuciones, al igual que la densidad ℓ1, favorecen cambios repentinos

en la variable, permitiendo la presencia de datos at́ıpicos (outliers). La principal diferencia

entre estas dos distribuciones es que la distribución Gamma Inversa favorece soluciones con

menor cantidad de datos at́ıpicos pero con magnitudes mayores que aquellos obtenidos con la

distribución Gamma. Esto puede observarse en la Figura 2.

Figura 2. Muestra de una densidad: a) Γ (1, 1); b) Γ−1(1, 1).

En la Figura 2 se presentan dos imágenes de 60 × 60 ṕıxeles obtenidas a partir de una

distribución Gamma (parte a)) y de una distribución Gamma Inversa (parte b)) ambas con

parámetros α = 1 y θ0 = 1.
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Ejemplo 2.4. Las distribuciones Gaussianas son de gran importancia en el área estad́ıstica

puesto que permiten modelizar numerosos fenómenos naturales, sociales y psicológicos.

Sean x0 ∈ R
n y Γ ∈ R

n×n una matriz simétrica definida positiva. Una variable aleatoria

n-dimensional Gaussiana X con media x0 y matriz de covarianza Γ es una variable aleatoria

con densidad de probabilidad dada por

π(x) =

(
1

(2π)n |Γ|

)1/2

exp

(
−1

2
(x− x0)

t Γ−1 (x− x0)

)
.

Denotamos esto con X ∼ N (x0,Γ).

Consideremos una matriz de covarianza Γ asociada a una discretización del Laplaciano (por

diferencias finitas con condiciones de borde Dirichlet). Esto permite construir una densidad

Gaussiana de suavidad para el vector aleatorio X que tiene la forma

π(x) ∝ exp

(
− 1

2γ2
‖Lx‖2

)
,

donde γ es un parámetro positivo y, en principio, conocido. Denotamos esto con X ∼ NS(γ, L)

(es decir, X ∼ N (0, γ2
(
Lt L

)−1
)). En la Figura 3 se muestra una imagen de 60 × 60 ṕıxeles

obtenida a partir de una distribución Gaussiana de suavidad con γ = 1
2 . Alĺı puede observarse

el comportamiento “suave” esperado de la variable.

Figura 3. Muestra de una densidad NS(1/2, L).

Ejemplo 2.5. Dado x ∈ N
n
0 , decimos que el vector X tiene una distribución de Poisson si su

densidad está dada por

π(x) =

n∏

i=1

e−λiλxii
xi!

,

donde λi > 0 es un parámetro conocido y representa la tasa de ocurrencia del evento que se

desea contabilizar en la i-ésima coordenada del vector X. Denotamos esto con X ∼ P (λ), donde

λ es un vector cuya i-ésima coordenada es λi. En la Figura 4 se muestra una imagen de 60× 60

ṕıxeles obtenida a partir de una distribución de Poisson de parámetro λi = 5 para todo i.
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Figura 4. Muestra de una densidad de Poisson con λi = 5 ∀i.

Es oportuno mencionar que en cada uno de los muestreos realizados se utilizaron parámetros

fijos. Si bien podŕıa resultar interesante estudiar el comportamiento de las densidades frente a

la variación de los mismos, no se modifica el comportamiento general esperado de la variable y

por ello se omite este análisis en este trabajo.

Veamos ahora en qué casos se pueden utilizar las densidades presentadas anteriormente. Su-

pongamos que se desea resolver un problema inverso en el cual la variable incógnita es una señal

o imagen y que se sabe, además, que dicha imagen contiene pequeños objetos bien localizados,

o para el caso de una señal, que contiene saltos o discontinuidades. Esto ocurre, por ejemplo,

cuando uno está interesado en localizar un tumor en una imagen de rayos X. En estos casos

es conveniente utilizar las densidades de impulso debido a que, como hemos visto, permiten la

presencia de datos at́ıpicos de grandes magnitudes que se distinguen de un fondo de amplitud

baja. Por otro lado, si lo que se espera es que la imagen tenga un comportamiento “suave”,

es decir que las intensidades de ṕıxeles vecinos sean similares, se recomienda la utilización de

una densidad Gaussiana de suavidad. Por otra parte, en muchas aplicaciones, las mediciones se

basan en el recuento de ciertos eventos. Por ejemplo, podemos pensar en el caso de un micros-

copio electrónico en el que el dispositivo cuenta los electrones que llegan al detector durante un

peŕıodo de tiempo determinado. De manera similar, en imágenes de rayos X de baja enerǵıa,

los datos consisten en conteos de fotones. En muchos casos, el número de conteos en cada obser-

vación puede ser muy bajo o simplemente cero. Una densidad que puede modelar este tipo de

variables es la densidad de Poisson. De esta manera, dependiendo del tipo de comportamiento

esperado de la variable incógnita, es posible elegir una densidad a-priori que represente dicho

comportamiento.
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2.1.2. Función de verosimilitud

La segunda tarea para la resolución de un problema inverso, que consiste en la construcción

de la función de verosimilitud, suele ser frecuentemente el paso más directo de la teoŕıa de

inversión estad́ıstica. Es oportuno observar que la función de verosimilitud depende del tipo

de relación que existe entre las variables (modelo aditivo, multiplicativo, etc) y, en muchas

ocasiones, de la distribución asociada al ruido.

Consideremos, en primer lugar, que el ruido E es aditivo e independiente de la variable

incógnita X, es decir, el modelo estocástico está dado por

Y = f(X) + E, (2.5)

donde X ∈ R
n, Y, E ∈ R

m y X y E son independientes. Supongamos además que la densidad

de probabilidad del ruido es conocida y que está dada por πE .

Si fijamos X = x en (2.5), como X y E son independientes, la densidad de probabilidad de

Y dado X = x coincide con la densidad de probabilidad de E trasladada por f(x), es decir

π(y|x) = πE(y − f(x)).

Luego, si πpr es la densidad de probabilidad a-priori para X, por el Teorema 2.1 tenemos que

la densidad a-posteriori de X dado y es de la forma

π(x|y) ∝ πpr(x)πE(y − f(x)).

A continuación, presentamos un ejemplo donde la variable E sigue una distribución Gaus-

siana y se considera un modelo con ruido aditivo e independiente de la variable de interés

X.

Ejemplo 2.6. Supongamos que el ruido E es una variable aleatoria en R
m con densidad Gaus-

siana de media cero y matriz de covarianzas σ2 Im, con σ conocido, la cual está dada por

πE(e) =
1

(2π)m/2σm
exp

(
− 1

2σ2
‖e‖2

)
.

En consecuencia, bajo el modelo con ruido aditivo (2.5), la función de verosimilitud resulta

π(y|x) = 1

(2π)m/2σm
exp

(
− 1

2σ2
‖y − f(x)‖2

)
.

Existen otros tipos de ruido como, por ejemplo, ruido multiplicativo, que no serán tratados

en esta tesis (para más información ver [29]).
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En algunos casos la función de verosimilitud no se basa en un modelo del tipo Y = f(X,E).

En particular, veremos un ejemplo en donde se conoce la densidad de probabilidad de la variable

Y pero la misma contiene un parámetro que depende de la variable incógnita X.

Ejemplo 2.7. Como hemos mencionado en la sección anterior, en muchas aplicaciones, las

mediciones consisten en el recuento de ciertos eventos. En tales casos, la variable Y ∈ N
m
0 puede

modelarse como un proceso de Poisson el cual supone que cada componente Yi es una variable

aleatoria con distribución de Poisson y que su observación esperada yi viene dada por el modelo

yi = fi(x),

donde x ∈ R
n es una observación de la variable incógnita X. Si además todas las componentes

de Y son independientes entonces la función de verosimilitud resulta

π(y|x) =
m∏

i=1

exp (−fi(x)) fi(x)yi
yi!

.

2.1.3. Densidad a-posteriori

La tercera y última tarea que debe realizarse para la resolución de un problema inverso

desde el enfoque estocástico es la obtención y exploración de la densidad a-posteriori con el

objetivo de estimar la variable incógnita. Una forma sencilla de obtener esta densidad es a

partir del Teorema de Bayes. Es claro que la definición abstracta de la solución de un problema

inverso como la distribución de probabilidad a-posteriori no es muy útil en la práctica. En

general, se pretende hallar distintos estimadores a partir de dicha distribución. Entre los más

utilizados se encuentran el estimador máximo a-posteriori y la media condicional que se definen

a continuación.

Definición 2.8. Dada la densidad de probabilidad a-posteriori π(x|y) del vector aleatorio

X ∈ R
n, se define:

El estimador máximo a-posteriori, y se denota con xMAP, como

xMAP

.
= argmáx

x∈Rn

π(x|y),

siempre que el máximo exista.

El estimador media condicional, denotado con xMC, como

xMC

.
= E(x|y) =

∫

Rn

xπ(x|y)dx,

bajo el supuesto de que la integral exista.
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En la próxima sección veremos que el estimador xMAP, en ciertas ocasiones, se encuentra

asociado a un minimizante de un funcional de tipo Tikhonov-Phillips generalizado o doblemente

generalizado.

2.2. Vı́nculo entre los enfoques determińıstico y estocástico

A continuación veremos el principal v́ınculo que existe entre los enfoques determińıstico y

estocástico para la resolución de un problema inverso mal condicionado. Bajo un modelo lineal

con ruido aditivo, a partir de diferentes ejemplos, veremos cómo la densidad del error se relacio-

na con el término de fidelidad de un funcional de tipo Tikhonov-Phillips generalizado y cómo

la densidad a-priori de la variable incógnita está estrechamente relacionada con el penalizante

de dicho funcional. En los primeros ejemplos, consideraremos error con distribución Gaussia-

na y diferentes densidades a-priori para la variable de interés (Casos I, II, III y IV). Luego,

presentaremos otros casos donde el error sigue una distribución no Gaussiana y, nuevamente,

supondremos diferentes densidades a-priori para la incógnita (Casos V y VI). Finalmente, pre-

sentaremos un ejemplo de un modelo que no es de la forma Y = f(X,E) y veremos nuevamente

que la función de verosimilitud y la densidad a-priori de la variable incógnita se relacionan con

el término de fidelidad y el penalizante de un funcional de tipo Tikhonov-Phillips doblemente

generalizado, respectivamente (Caso VII). En todos los casos que estudiaremos, veremos que el

estimador máximo a-posteriori asociado a la densidad a-posteriori de la variable de interés coin-

cide con un minimizante de un funcional de tipo Tikhonov-Phillips generalizado o doblemente

generalizado.

En los siguientes seis casos consideraremos un modelo lineal con ruido aditivo dado por

Y = TX + E,

donde X ∈ R
n, Y,E ∈ R

m son variables aleatorias, X y E independientes y T ∈ R
m×n es una

matriz conocida asociada al modelo.

CASO I. N −N : Consideremos el caso donde X ∼ N (0, λ2 In) y supongamos que el ruido

aditivo E ∼ N (0, τ2 Im), con τ conocido. Luego, del Teorema de Bayes para problemas inversos

se sigue inmediatamente que la densidad a-posteriori de X dado Y = y está dada por

πpost(x) = π(x|y) ∝ πpr(x)πe(y − Tx)

∝ exp

(
− 1

2τ2
‖y − Tx‖22 −

1

2λ2
‖x‖22

)
.
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De esta manera, el estimador máximo a-posteriori, xMAP, de X estará dado por

xMAP = argmáx
x∈Rn

{
exp

(
− 1

2τ2
‖y − Tx‖22 −

1

2λ2
‖x‖22

)}

= argmáx
x∈Rn

{
exp

(
−1

2
‖y − Tx‖22 −

η

2
‖x‖22

)}

= argmı́n
x∈Rn

{
‖y − Tx‖22 + η ‖x‖22

}
,

donde η
.
=

τ2

λ2
. Es decir, el estimador xMAP será un minimizante del funcional TP para el

problema Tx = y con parámetro de regularización η.

A partir de la teoŕıa clásica de las distribuciones Gaussianas ([29]) es posible probar que la

densidad a-posteriori de X dado Y = y resulta Gaussiana con media (condicional) dada por

xMC

.
=
(
T tT + ηIn

)−1
T ty.

Luego, xMC coincide con la solución regularizada (1.7) obtenida a partir de la minimización del

funcional TP para el problema Tx = y, puesto que T ∗ = T t en este caso.

Finalmente, es oportuno destacar la relación existente entre el parámetro de regularización

η y los parámetros σ y γ asociados a las densidades de E y X, respectivamente.

CASO II. N−NS: Consideremos la densidad a-priori Gaussiana de suavidad de parámetro

λ para X y supongamos el ruido aditivo E ∼ N (0, τ2Im), con τ conocido. Luego, la densidad

a-posteriori de X dado Y = y resulta de la forma

πpost(x) ∝ πpr(x)πe(y − Tx)

∝ exp

(
− 1

2τ2
‖y − Tx‖22 −

1

2λ2
‖Lx‖22

)
.

De aqúı se sigue inmediatamente que

xMAP = argmáx
x∈Rn

{
exp

(
−1

2
‖y − Tx‖22 −

η

2
‖Lx‖22

)}

= argmı́n
x∈Rn

{
‖y − Tx‖22 + η ‖Lx‖22

}
,

donde η
.
=

τ2

λ2
. De esta manera, el estimador xMAP será, nuevamente, un minimizante de un

funcional TPG con penalizante ‖Lx‖22 y parámetro de regularización η.
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CASO III. N − ℓ1: Consideremos ahora el caso donde X ∼ ℓ1(λ) y E ∼ N (0, τ2Im), con

τ conocido. Entonces, la densidad a-posteriori de X dado Y = y es de la forma

πpost(x) ∝ exp

(
− 1

2τ2
‖y − Tx‖22 − λ ‖x‖1

)
.

Por lo tanto, el estimador máximo a-posteriori para X resulta

xMAP = argmáx
x∈Rn

{
exp

(
− 1

2τ2
‖y − Tx‖22 − λ‖x‖1

)}
= argmı́n

x∈Rn

{
‖y − Tx‖22 + η ‖x‖1

}
,

donde η
.
= 2τ2λ y, aśı, xMAP coincide con un minimizante de un funcional TPG con penalizante

‖x‖1 y parámetro de regularización η.

El siguiente caso tiene como objetivo generalizar los presentados anteriormente conside-

rando una densidad a-priori más general para X. Esta densidad estará vinculada a la familia

exponencial ([33]) que se define como el conjunto de las funciones de distribución tales que la

función de densidad (o de probabilidad puntual) puede escribirse como

π(x; θ) = exp

(
k∑

i=1

ai(θ) bi(x) + c(θ) + d(x)

)
, (2.6)

donde θ = (θ1, . . . , θk) es un vector de parámetros asociados a la distribución de X y ai, bi, c, d

son funciones reales.

CASO IV. N − ψ: Consideremos ahora el caso donde X tiene una densidad a-priori dada

por πpr(x;λ) = exp (a(λ)ψ(x) + c(λ)), donde el parámetro λ > 0 es conocido y a(λ) < 0

para todo λ. Cabe mencionar aqúı que πpr corresponde a una densidad asociada a la familia

exponencial (2.6) considerando d(x) = 0. A su vez, tal como hemos mencionado πpr generaliza

las densidades consideradas en los casos anteriores puesto que a(λ) = − 1
2λ2

, si X ∼ N (0, λ2 In)

o X ∼ NS(λ, L), y a(λ) = −λ, si X ∼ ℓ1(λ), siendo en ambos casos una función negativa.

Supongamos además E ∼ N (0, τ2Im), con τ conocido. Entonces, se sigue inmediatamente que

la densidad a-posteriori de X dado Y = y es de la forma

πpost(x) ∝ exp

(
− 1

2τ2
‖y − Tx‖22 + a(λ)ψ(x)

)
.

Por lo tanto, el estimador máximo a-posteriori para X resulta

xMAP = argmáx
x∈Rn

{
exp

(
− 1

2τ2
‖y − Tx‖22 + a(λ)ψ(x)

)}
= argmı́n

x∈Rn

{
‖y − Tx‖22 + η ψ(x)

}
,

donde η
.
= 2τ2 (−a(λ)) y, aśı, xMAP coincide con un minimizante de un funcional TPG con

penalizante ψ(x) y parámetro de regularización η.
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CASO V. ℓ1− ℓ1: Consideremos ahora el caso donde tanto la variable de interés X como el

ruido E tienen densidades a-priori de impulso ℓ1 de parámetros conocidos λ y τ , respectivamente.

Luego, la densidad a-posteriori de X dado Y = y en este caso resulta

πpost(x) ∝ exp (−τ‖y − Tx‖1 − λ‖x‖1) .

Aśı, el estimador máximo a-posteriori para X resulta

xMAP = argmáx
x∈Rn

{exp (−τ‖y − Tx‖1 − λ‖x‖1)} = argmı́n
x∈Rn

{‖y − Tx‖1 + η ‖x‖1} ,

donde η
.
= λ/τ y, aśı, xMAP coincide con un minimizante de un funcional TPGG con fidelidad

‖y − Tx‖1, penalizante ‖x‖1 y parámetro de regularización η.

El siguiente caso generaliza los casos anteriores considerando que tanto la variable de interés

X como el ruido E tienen distribuciones asociadas a la familia exponencial (2.6). Cabe mencionar

aqúı que las distribuciones consideradas en todos los casos anteriores pertenecen a esta familia

con d(x) = 0 en cada caso.

CASO VI. φ − ψ: Consideremos ahora el caso general donde X tiene una densidad a-

priori dada por πpr(x;λ) = exp (a1(λ)ψ(x) + c1(λ)), con parámetro λ conocido y que el ruido

E tiene una distribución dada por πE(e; τ) = exp (a2(τ)φ(e) + c2(τ)), donde el parámetro τ

es conocido. Además, supongamos que a1(λ) y a2(τ) tienen el mismo signo para todo λ y τ .

Luego, la densidad a-posteriori de X dado Y = y está dada por

πpost(x) ∝ exp (a2(τ)φ(y − Tx) + a1(λ)ψ(x)) ,

de donde se sigue inmediatamente que el estimador máximo a-posteriori para X es

xMAP = argmáx
x∈Rn

{exp (a2(τ)φ(y − Tx) + a1(λ)ψ(x))} = argmı́n
x∈Rn

{φ(y − Tx) + η ψ(x)} ,

donde η
.
= a1(λ)/a2(τ). Aśı, xMAP, si existe, coincide con un minimizante de un funcional TPGG

con fidelidad φ(y − Tx), penalizante ψ(x) y parámetro de regularización η.

El siguiente cuadro resume los diferentes casos que hemos considerado hasta aqúı, bajo un

modelo lineal con ruido aditivo:
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Caso E X Fidelidad Penalizante Funcional de tipo TP

I N (0, τ2Im) N (0, λ2In) ‖y − Tx‖22 ‖x‖22 ‖y − Tx‖22 + η ‖x‖22
II N (0, τ2Im) NS(λ, L) ‖y − Tx‖22 ‖Lx‖22 ‖y − Tx‖22 + η ‖Lx‖22
III N (0, τ2Im) ℓ1(λ) ‖y − Tx‖22 ‖x‖1 ‖y − Tx‖22 + η ‖x‖1
IV N (0, τ2Im) ∝ exp (a1(λ)ψ(x)) ‖y − Tx‖22 ψ(x) ‖y − Tx‖22 + η ψ(x)

V ℓ1(τ) ℓ1(λ) ‖y − Tx‖1 ‖x‖1 ‖y − Tx‖1 + η ‖x‖1
VI ∝ exp (a2(τ)φ(e)) ∝ exp (a1(λ)ψ(x)) φ(y − Tx) ψ(x) φ(y − Tx) + η ψ(x)

Es oportuno mencionar aqúı que la existencia de un minimizante para los funcionales de

tipo Tikhonov-Phillips obtenidos en los casos I, II, III y V se encuentra garantizada puesto

que el término de fidelidad y el penalizante vienen dados por normas, las cuales verifican las

hipótesis (G1), (H2), (H3) y (G4) del Teorema 1.27 presentado en el Caṕıtulo 1. Para el caso

IV, nuevamente, como el término de fidelidad corresponde a una norma, es fácil ver que las

hipótesis (G1) y (G4) se verifican. Si además, contamos con las hipótesis (G1), (H2) y (H3)

para el funcional ψ entonces, por el Teorema 1.27 se tiene la existencia de un minimizante para

el funcional de Tikhonov-Phillips obtenido en dicho caso.

CASO VII.

Finalmente, consideraremos un proceso de Poisson para la variable observable Y ∈ N
m
0 como

en el Ejemplo 2.7. Luego, la función de verosimilitud es

π(y|x) =
m∏

i=1

exp (−fi(x)) fi(x)yi
yi!

.

Supongamos además queX tiene una densidad a-priori como en el CASO IV dada por πpr(x;λ) =

exp (a(λ)ψ(x) + c(λ)), donde el parámetro λ es conocido y a(λ) < 0 para todo λ. Luego, por

el Teorema 2.1 se sigue inmediatamente que la densidad a-posteriori de X dado Y = y es de la

forma

π(x|y) ∝
(

m∏

i=1

exp (−fi(x)) fi(x)yi
yi!

)
exp (a(λ)ψ(x)) .

Entonces, el estimador máximo a-posteriori de X está dado por

xMAP = argmáx
x∈Rn

{
m∏

i=1

exp (−fi(x)) fi(x)yi
yi!

exp (a(λ)ψ(x))

}

= argmı́n
x∈Rn

{
m∑

i=1

(fi(x)− yi ln fi(x) + ln yi!)− a(λ)ψ(x)

}
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= argmı́n
x∈Rn

{
m∑

i=1

(fi(x)− yi ln fi(x))− a(λ)ψ(x)

}

= argmı́n
x∈Rn

{
m∑

i=1

(fi(x)− yi ln fi(x) + yi ln yi − yi)− a(λ)ψ(x)

}
(si yi > 0 ∀ i)

= argmı́n
x∈Rn

{
m∑

i=1

(
fi(x) + yi ln

(
yi

fi(x)

)
− yi

)
− a(λ)ψ(x)

}
.

Por lo tanto, xMAP coincide con un minimizante de un funcional TPGG con término de fidelidad

dado por

m∑

i=1

(
fi(x) + yi ln

(
yi

fi(x)

)
− yi

)
, (2.7)

penalizante ψ(x) y parámetro de regularización η
.
= −a(λ). Es muy importante mencionar aqúı

que el término de fidelidad (2.7) corresponde a una discretización del funcional de Kullback-

Leibler (1.14) presentado en el Caṕıtulo 1 ([39]).

En conclusión, en todos los casos estudiados vimos que la función de verosimilitud y la densi-

dad a-priori de la variable incógnita se relacionan con el término de fidelidad y el penalizante de

un funcional de tipo Tikhonov-Phillips generalizado o doblemente generalizado. Más aún, vimos

que el estimador máximo a-posteriori de la variable de interés coincide con un minimizante de

este tipo de funcionales. Esto constituye el principal v́ınculo entre los enfoques determińıstico

y estocástico.

2.3. Una regla de elección del parámetro heuŕıstica

Es sabido que, en el método de regularización de Tikhonov-Phillips, el parámetro de regu-

larización está asociado al compromiso entre el término de fidelidad y el de penalización, y que

su elección es crucial para el éxito del método de regularización. En el Caṕıtulo 1, hemos visto

que una regla de elección del parámetro puede ser a-priori (depende sólo del nivel de ruido),

a-posteriori (depende tanto del nivel de ruido como del dato) o heuŕıstica (sólo depende del

dato con ruido). Además, hemos visto que ninguna regla de elección del parámetro heuŕıstica

puede formar parte de un método de regularización convergente, aunque esto no implica que

para un nivel de ruido fijo, una regla de elección del parámetro heuŕıstica no pueda funcionar

de manera adecuada. En esta sección, estudiaremos una regla de este tipo que fue presentada

por Ito et al. en [27] y cuya construcción se basa en el enfoque estocástico de resolución de
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un problema inverso, más precisamente, en los modelos jerárquicos. Es por ello que, en primer

lugar, veremos brevemente en qué consisten dichos modelos y luego, cómo se construye la regla

en base a ellos y las caracteŕısticas o propiedades que posee la misma.

En la sección anterior, hemos estudiado el principal v́ınculo existente entre los enfoques

determińıstico y estocástico. En particular, para el CASO I, vimos que un minimizante del fun-

cional TP para el problema Tx = y con parámetro de regularización η coincide con el estimador

xMAP de la distribución a-posteriori de X, cuando la densidad a-priori para esta variable está

dada por N (0, λ2 In), el ruido aditivo E tiene distribución N (0, τ2Im) y los parámetros η, λ y τ

están relacionados mediante la igualdad η =
τ2

λ2
. De esta manera, el parámetro η está determi-

nado tanto por la varianza del error como por el parámetro λ asociado a la densidad a-priori de

X. Pero, si alguno de estos parámetros son desconocidos entonces, desde el enfoque estocástico,

su determinación forma parte del problema de inferencia y se debe tener en cuenta su propia

distribución para la resolución, la cual a su vez puede contener parámetros desconocidos. En

este caso, se obtiene lo que se denomina modelo jerárquico o hipermodelo, los cuales deben su

nombre a que se establece un orden de jerarqúıa entre las incógnitas para resolver el problema

([9], [29]).

Consideremos ahora el modelo con ruido aditivo (2.5) y supongamos que la densidad de

probabilidad del ruido E depende de uno o más parámetros, en principio desconocidos, deno-

tados con Θ. De esta manera, la distribución del ruido está dada por πE(e|θ) y la función de

verosimilitud resulta

π(y|x, θ) = πE(y − f(x)|θ).

Supongamos además que el vector de parámetros Θ es independiente de X y sigue una distribu-

ción πhyper(θ). Luego, del Teorema 2.1 tenemos que la densidad a-posteriori de la dupla (X,Θ)

dado Y = y está dada por

π(x, θ|y) ∝ π(y|x, θ)π(x, θ) = π(y|x, θ)πpr(x)πhyper(θ).

De esta manera, es posible obtener la distribución a-posteriori de X y Θ a partir de la utilización

de modelos jerárquicos.

Ahora, para motivar la construcción de la regla de elección del parámetro presentada en

[27], consideremos el problema inverso que consiste en determinar x ∈ X en la ecuación

T x = y, (2.8)
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donde T : X → Y es un operador lineal y acotado entre los espacios de Banach X e Y con

y ∈ Y. Supongamos que en lugar del dato exacto y se conoce una versión con ruido yδ ∈ Y.

Como hemos mencionado previamente, en general, los problemas inversos son mal condicionados

y entonces surge la necesidad de aplicar un método de regularización. Consideremos el método

que consiste en la minimización de un funcional TPGG dado por

Jφ,ψ,η(x) = φ(T x, y) + η ψ(x), (2.9)

donde φ : Y×Y → [0,∞) y ψ es un funcional no negativo definido en X . Como es bien sabido, el

parámetro η está asociado al compromiso entre el término de fidelidad φ(T x, y) y el penalizante

ψ(x). Veremos ahora como construir una regla de elección del parámetro heuŕıstica que permita

estimar el valor de η. Para ello, consideremos una discretización del problema (2.8) de manera

que resulte el modelo finito-dimensional

Tx = yδ, (2.10)

con T ∈ R
m×n, x ∈ R

n y yδ ∈ R
m. Abordaremos este problema desde el enfoque estad́ıstico

Bayesiano. Para ello, sea E ∈ R
m un ruido aditivo, independiente de X y con distribución dada

por πE(e|τ) = exp
(
−τ φ̂(e) + c(τ)

)
, donde τ > 0 y φ̂ : Rm → [0,∞) es una discretización del

funcional ϕ : Y → [0,∞) definido como ϕ(y2−y1) .= φ(y1, y2). Luego, la función de verosimilitud

resulta

π(yδ|x, τ) ∝ exp
(
−τ φ̂

(
yδ − Tx

))
.

Respecto de la variable de interés X, consideramos la densidad a-priori dada por

πpr(x|λ) = exp
(
−λ ψ̂(x) + C(λ)

)
,

donde λ > 0 y ψ̂ : Rn → [0,∞) es una discretización del funcional ψ. Es oportuno mencionar

aqúı que las densidades propuestas para X y E están asociadas a la familia exponencial (2.6),

siendo un caso particular de aquellas densidades consideradas en el CASO VI de la Sección 2.2

para estas variables (aqúı, a1(λ) = −λ, a2(τ) = −τ , c1(λ) = C(λ) y c2(τ) = c(τ)).

Supongamos ahora que los parámetros λ y τ son desconocidos y, por ende, son considerados

variables aleatorias. Si λ ∼ Γ(α0, β0) y τ ∼ Γ(α1, β1), sus densidades son de la forma

π(λ) ∝ λα0−1e−β0λ y π(τ) ∝ τα1−1e−β1τ ,

respectivamente. Aqúı, (α0, β0) y (α1, β1) son pares de parámetros conocidos.
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Como consecuencia del Teorema 2.1, la densidad a-posteriori de la terna (X,Λ,Υ) resulta

π(x, λ, τ |yδ) ∝ π(yδ|x, τ)π(x|λ)π(λ)π(τ)

∝ exp
(
−τ φ̂

(
yδ − Tx

)
− λ ψ̂(x) + (α0 − 1) lnλ+ (α1 − 1) ln τ − β0λ− β1τ

)
,

de donde se sigue que el estimador máximo a-posteriori para (X,Λ,Υ) está dado por aquella

terna que minimiza el funcional

J(x, λ, τ) = τ φ̂
(
yδ − Tx

)
+ λ ψ̂(x) + β0 λ− (α0 − 1) lnλ+ β1τ − (α1 − 1) ln τ.

Finalmente, el funcional J motiva el funcional de Tikhonov-Phillips generalizado aumentado

([27], [28]) dado por

J (x, λ, τ) = τ φ(T x, yδ) + λψ(x) + β0 λ− α0 lnλ+ β1 τ − α1 ln τ, (2.11)

definido para (x, λ, τ) ∈ X ×R
+×R

+, que extiende al funcional (2.9). Cabe mencionar aqúı que

se utilizó la misma notación para los parámetros α0, α1, β0 y β1 con el objetivo de simplificar

la notación. A su vez, es oportuno aclarar que el funcional J (x, λ, τ) no será utilizado para

resolver el problema (2.8) sino que se introduce sólo para lograr construir una regla para la

elección de un parámetro de regularización η razonable en (2.9). Recordemos que el principal

objetivo es estimar la variable incógnita X y, para ello, consideraremos su estimador xMAP que

es aquel que minimiza el funcional J (x, λ, τ) en (2.11). Con este objetivo entonces, en [27] se

construye la regla de elección del parámetro a partir del concepto de punto cŕıtico del funcional

J (x, λ, τ) que veremos a continuación.

Definición 2.9. Un elemento (x∗, λ∗, τ∗) ∈ X × R
+ × R

+ es un punto cŕıtico del funcional

(2.11) si satisface el siguiente sistema de optimalidad generalizado





x∗ = argmı́n
x∈X

{
φ(T x, yδ) + λ∗(τ∗)−1ψ(x)

}

0 = ψ(x∗) + β0 − α0
1
λ∗

0 = φ(T x∗, yδ) + β1 − α1
1
τ∗ .

Es importante observar que esta definición de punto cŕıtico coincide con la que se reali-

za habitualmente anulando las derivadas parciales
∂

∂λ
J (x∗, λ∗, τ∗) = ψ(x∗) + β0 − α0

1

λ∗
y

∂

∂τ
J (x∗, λ∗, τ∗) = φ(T x∗, yδ) + β1 − α1

1

τ∗
. De alĺı, resultan

λ∗ =
α0

ψ(x∗) + β0
y τ∗ =

α1

φ(T x∗, yδ) + β1
.
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Por lo tanto, de la Definición 2.9 se sigue que el parámetro de regularización η∗ está determinado

por

η∗
.
= λ∗ (τ∗)−1 =

α0

ψ(xδη∗) + β0

φ(T xδη∗ , yδ) + β1

α1
, (2.12)

donde denotamos con xδη∗ a x∗.

Observación 2.10. Es oportuno mencionar aqúı que es posible construir una regla más general

que la de la ecuación (2.12) a partir del concepto de punto cŕıtico del funcional

J (x, λ, τ) = −a2(τ)φ(T x, yδ)− a1(λ)ψ(x) + β0 λ− α0 lnλ+ β1 τ − α1 ln τ,

que se obtiene considerando que las variables X y E tienen distribuciones como las dadas en el

CASO VI de la Sección 2.2. Esto constituye un problema abierto y un posible trabajo futuro.

De la teoŕıa determińıstica de regularización, se sabe que una regla de elección del parámetro

a-priori η(δ) debe verificar que

ĺım
δ→0+

η(δ) = 0 y ĺım
δ→0+

δ2

η(δ)
= 0, (2.13)

para asegurar que la solución aproximada converja a una solución de mı́nimo penalizante cuando

el nivel de ruido tiende a cero (Proposición 1.11, Caṕıtulo 1). Por otro lado, sabemos que en el

contexto estocástico el nivel de ruido está asociado a la variable E. Más aún, para el caso en

que E ∼ N (0, σ2 I), el nivel de ruido δ se encuentra estrechamente asociado con la varianza σ2

del error. De esta forma, pensar en “δ → 0+” en el contexto determińıstico es análogo a pensar

en “σ → 0+”, en el estocástico. Además, es sencillo ver que para este útimo caso existe una

relación entre σ y τ dada por σ2 = 1
τ . Debido a que el segundo ĺımite en (2.13) no se verifica

para la regla en (2.12), en [27] se propone modificar esta regla de la siguiente manera

η∗ =
α0

ψ(xδη∗) + β0

(
φ(T xδη∗ , yδ)

α1

)−d
φ(T xδη∗ , yδ)

α1
= α

φ(T xδη∗ , yδ)1−d
ψ(xδη∗) + β0

, (2.14)

donde 0 < d < 1, α =
α0

(α1)1−d
y β1 se descarta por considerarse pequeño. Cabe mencionar

aqúı que experiencias numéricas han mostrado que la eleción d = 0 (correspondiente a la regla

original (2.12)) no funciona de manera adecuada en ciertos casos.

Finalmente, la regla de elección del parámetro propuesta consiste en encontrar el parámetro

η que verifica la siguiente ecuación no lineal

η
(
ψ(xδη) + β0

)
= αφ(T xδη, yδ)1−d, 0 < d < 1. (2.15)
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A continuación, presentamos algunos resultados importantes sobre esta regla, cuyas pruebas

pueden consultarse en [27]. En primer lugar, enunciaremos un resultado que asegura la exis-

tencia de una solución para la ecuación (2.15). Luego, presentaremos un algoritmo numérico

para su obtención y un resultado que asegura su convergencia para el cual es necesario definir

previamente cierta propiedad que puede satisfacer el penalizante. Para todos estos resultados,

son necesarias las siguientes hipótesis:

I. X es un espacio reflexivo.

II. Para cada η > 0, el funcional Jφ,ψ,η(x) definido en (2.9) es coercivo en X , es decir,

Jφ,ψ,η(x) → +∞ si ‖x‖ → +∞.

III. Los funcionales φ(T x, y) y ψ(x) son débilmente semicontinuos inferiormente respecto de

x, es decir, para cada sucesión {xn}n ⊂ X tal que xn
ω→ x se tiene que φ(T x, y) ≤

ĺım inf
n→∞

φ(T xn, y) y ψ(x) ≤ ĺım inf
n→∞

ψ(xn).

IV. Existe x̃ ∈ X tal que ψ(x̃) = 0.

Cabe destacar aqúı que las Hipótesis II y III son similares a las usuales para asegurar la

existencia de un minimizante para el funcional de Tikhonov-Phillips Jφ,ψ,η, como hemos visto

en el Caṕıtulo 1.

El siguiente resultado garantiza la existencia de una solución para la ecuación no lineal

(2.15), es decir, garantiza la existencia de un parámetro óptimo η∗.

Teorema 2.11. Sean φ(T xδη, y) y ψ(xδη) funcionales continuos respecto de η y supongamos que

ĺım
η→0+

φ(T xδη, y) > 0 entonces existe al menos una solución positiva de la ecuación (2.15).

Para implementar numéricamente la regla de elección de parámetro heuŕıstica (2.15), se

propone el siguiente algoritmo que, de manera iterada, obtiene el parámetro de regularización

y la solución regularizada correspondiente a dicho parámetro.

Algoritmo: Elegir una posición inicial η0 > 0 y fijar k = 0. Hallar (xk, ηk) para k ≥ 1 de

la siguiente manera:

1. Hallar el minimizante del funcional TPGG dado por

xk+1 = argmı́n
x

{
φ(T x, yδ) + ηkψ(x)

}
.

2. Actualizar el parámetro ηk+1 como ηk+1 = α
φ(T xk+1, y

δ)1−d

ψ(xk+1) + β0
.

3. Chequear el criterio de parada establecido. Si no se alcanza, fijar k = k+1 y repetir los

pasos 1 - 3.
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Como criterio de parada puede establecerse, por ejemplo, que el algoritmo finalice cuando

la diferencia entre dos iteraciones sucesivas no supere cierto umbral, ya sea para las iteraciones

en x como en η.

Definición 2.12. Un funcional ψ se dice que tiene la H-propiedad en el espacio X si para cada

sucesión {xn}n ⊂ X que converge débilmente a x0 ∈ X y tal que ψ(xn) → ψ(x0), se verifica que

la sucesión {xn}n también converge fuertemente a x0 en X .

Teorema 2.13. Sea η∗ > 0. Entonces, cada subsucesión de {(xk, ηk)}k generada por el algorit-

mo tiene una subsucesión débilmente convergente a una solución (x∗, η∗) de la ecuación (2.15),

y la convergencia de la sucesión {ηk}k es monótona. Si el minimizante del funcional Jφ,ψ,η∗(x)
es único, entonces toda la sucesión converge débilmente. Además, si el funcional ψ tiene la

H-propiedad, entonces la convergencia es fuerte.

Es oportuno mencionar aqúı que la H-propiedad que satisface el funcional ψ en el teorema

anterior es análoga a aquella presentada en la Observación 1.34 para garantizar la convergencia

fuerte de soluciones regularizadas obtenidas a partir de la minimización de funcionales de tipo

TPGG a una solución ψ-minimizante, cuando el nivel de ruido tend́ıa a cero por derecha.

En la siguiente sección, presentaremos diferentes ejemplos numéricos en donde se implementó

el algoritmo presentado para obtener un parámetro de regularización óptimo en problemas

inversos de procesamiento de señales e imágenes.

2.4. Aplicaciones

Si bien no es un objetivo principal de este trabajo de tesis el abordaje numérico de los

problemas inversos, consideramos importante presentar algunos ejemplos numéricos en donde

se implementó la regla de elección del parámetro estudiada en la Sección 2.3 para obtener

un parámetro de regularización óptimo en problemas inversos de procesamiento de señales e

imágenes. En todos los ejemplos consideramos el término de fidelidad cuadrático φ(T x, y) =
1

2
‖T x − y‖2. Además, para el caso de procesamiento de imágenes, veremos un ejemplo de

modelo jerárquico que nos permitirá detectar fuentes focales presentes en la imagen original sin

la utilización de una regla de elección del parámetro.
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2.4.1. Señales

Un modelo matemático básico para la convolución de señales está dado por la ecuación

integral de Fredholm de primera clase

y(s) =

∫

I
a(s, t)x(t) dt,

donde a corresponde al núcleo de convolución, x es la señal que se desea aproximar, y es el

dato del problema y la integración se realiza sobre cierto intervalo real I. Luego de discretizar

la ecuación integral anterior de manera usual (usando colocación y cuadratura), se obtiene un

modelo de la forma y = Tx, donde x, y ∈ R
n y la matriz T ∈ R

n×n resulta de la discretización

del núcleo a. En los ejemplos presentados a continuación, se consideró n = 100 y el dato fue

contaminado mediante un ruido aditivo Gaussiano de la siguiente manera

yδi = yi + ε máx
i

|yi| ξi,

donde ε es un parámetro positivo conocido y ξi ∼ N (0, 1). Como consecuencia, existe una

relación entre el parámetro ε y la varianza del error σ2 dada por σ = ε máxi |yi|.

Ejemplo 2.14. Este ejemplo se basa en uno de los presentados en [27], en el cual se considera

el núcleo de convolución a dado por a(s, t)
.
= ϕ(s− t), con ϕ(t) =

(
1 + cos

(
π
3 t
))
χ|t−s|<3, donde

χ denota la función caracteŕıstica. Consideremos además que la señal original viene dada por

x(t)
.
= −1,5χ[−5,12;5] + χ[−0,92;−0,8] − 1,2χ[0,9;1,02] − χ[4,1;4,22],

y el intervalo de integración correspondiente es I = [−6, 6]. Debido a que la señal original consta

de saltos o discontinuidades, se opta por utilizar el término penalizante ψ(x)
.
= ‖x‖1. Como

hemos visto en la Sección 2.1.1 dicho penalizante se encuentra estrechamente relacionado con

la densidad a-priori de impulso ℓ1, que es utilizada para modelar este tipo de comportamiento.

En la Figura 5, se muestra el dato contaminado con ruido aditivo Gaussiano mediante el

procedimiento descripto previamente, con ε = 0,01.
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Figura 5. Dato contaminado con ruido aditivo Gaussiano, ε = 0,01.

Mediante la regla de elección del parámetro presentada en la Sección 2.3, utilizando los

valores η0 = 10−5; α = 0,1; d = 1/3 y β0 = 10−4 y luego de 6 iteraciones, se obtuvo el

parámetro de regularización óptimo η∗ = 0,82 × 10−5. En la Figura 6, se presentan la señal

original x y la solución xδη∗ obtenida. Es posible concluir que el procedimiento implementado

logra recuperar las principales caracteŕısticas de la señal original.

Figura 6. Señal original (- -) y solución regularizada (—).

Para medir el error en la estimación de X utilizaremos el error relativo dado por
‖xδη∗ − x‖2

‖x‖2
que indica la proporción del error absoluto con respecto al valor exacto de ‖x‖2. El error relativo
e obtenido para este caso fue e = 0,1534.

La siguiente tabla presenta el promedio de 30 errores relativos obtenidos de repetir el proceso

de obtención del parámetro óptimo de regularización para cada valor de ε.

ε 10−2 10−3 10−4 10−5 10−6

e 0,201 0,054 0,008 0,0022 7,10 · 10−4

Ejemplo 2.15. Este ejemplo se basa en uno de los que se encuentran en [27], donde se utiliza

el núcleo de convolución a(s, t)
.
= (cos s+ cos t)

(
senu
u

)2
, con u(s, t) = π (sen s+ sen t) y la
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señal original está dada por x(t)
.
= 2e−6(t−4/5)2 + e−2(t+1/2)2 , definida en el intervalo I =

[−π/2, π/2]. Puesto que la señal original es suave, se opta por considerar el término penalizante

ψ(x)
.
=

1

2
‖x‖2, el cual, como vimos en la Sección 2.1.1, se corresponde con una densidad a-priori

Gaussiana.

En la Figura 7, se muestra el dato contaminado con ruido aditivo Gaussiano a partir del

procedimiento descripto previamente, utilizando ε = 0,01.

Figura 7. Dato contaminado con ruido aditivo Gaussiano, ε = 0,01.

A partir de la regla de elección del parámetro presentada en la Sección 2.3, con η0 = 10−5,

α = 1, d = 1/3 y β0 = 10−4 y luego de 9 iteraciones, se obtuvo el parámetro de regularización

óptimo η∗ = 0,724 × 10−3. En la Figura 8, se presentan la señal original x y la solución xδη∗

obtenida, la cual constituye una buena aproximación de la señal original.

Figura 8. Señal original (- -) y solución regularizada (—).

El error relativo e dado por
‖xδη∗ − x‖2

‖x‖2
obtenido para este caso fue e = 0,147.

La siguiente tabla presenta, análogamente al ejemplo anterior, el promedio de 30 errores

relativos obtenidos de repetir el proceso de obtención del parámetro de regularización óptimo

para cada valor de ε.
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ε 10−2 10−3 10−4 10−5 10−6

e 0,141 0,058 0,045 0,033 0,028

En ambos ejemplos se observa, como es de esperar, que a medida que se perturba menos la

señal original, los errores relativos disminuyen.

Ejemplo 2.16. Para la señal original x del Ejemplo 2.14, si repetimos el proceso pero ahora

considerando el penalizante ψ(x) = 1
2‖x‖2, se obtiene la solución regularizada presente en la

Figura 9. Debido a que el penalizante utilizado fuerza una solución regularizada suave, la misma

intenta reproducir el comportamiento de la señal original pero respetando la “suavidad” que

exige el penalizante.

Figura 9. Señal original (- -) y solución regularizada (—) para ψ(x) = 1
2‖x‖2.

Análogamente, si en el Ejemplo 2.15 consideramos el penalizante ψ(x) = ‖x‖1 y se repite

el proceso, se obtiene la solución regularizada que se presenta en la Figura 10. Cabe mencionar

aqúı que el método fuerza una solución regularizada con “picos” debido al uso de un penalizante

que es adecuado para detectar discontinuidades o falta de regularidad de la solución.

Figura 10. Señal original (- -) y solución regularizada (—) para ψ(x) = ‖x‖1.

En conclusión, si bien el parámetro de regularización es elegido de manera óptima mediante

la regla (2.14), la elección de un penalizante apropiado resulta crucial para el éxito del método.
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2.4.2. Imágenes

Un modelo matemático muy general para el proceso de degradación de imágenes está dado

por la siguiente ecuación integral

g(s, t) =

∫ 1

0

∫ 1

0
a(s, t, s′, t′) f(s′, t′) ds′ dt′, (2.16)

donde f y g son las imágenes original y degradada, respectivamente, y a corresponde al núcleo

de dispersión. Para los ejemplos numéricos presentados en esta sección utilizaremos el núcleo

de convolución Gaussiano dado por

a(s, t, s′, t′) =
1

2πσhσv
exp

(
−1

2

(
s− s′

σh

)2

− 1

2

(
t− t′

σv

)2
)
, (2.17)

donde las desviaciones estándar σh y σv caracterizan la degradación en la dirección horizontal

y vertical, respectivamente. La discretización del modelo (2.16) con núcleo Gaussiano y con

ruido aditivo ẽ resulta en ỹ = T x̃ + ẽ, donde la matriz T , de orden N × N , está asociada a

la discretización del núcleo a y N = n2, siendo la imagen original de tamaño n × n. Luego, la

versión estocástica del modelo discretizado está dada por

Y = TX + E, (2.18)

donde Y, X, E ∈ R
N son vectores aleatorios. El objetivo es, entonces, estimar X utilizando

su distribución a-posteriori construida a partir del dato Y = y y de la información a-priori

disponible de la variable incógnita.

Supongamos que la imagen original consta de un fondo negro con algunos objetos focales,

como por ejemplo estrellas, cuya ubicación y forma queremos determinar. Si bien el dato puede

aportar una sugerencia respecto de la localización, es posible que una región borrosa en el dato

contenga más de una fuente focal en la imagen original. Para modelar este tipo de variable, en

primer lugar, consideremos una densidad a-priori de impulso ℓ1(α) con restricción de positividad

cuya densidad está dada por (2.4), donde el parámetro α se supone conocido. Supongamos

además que el ruido E ∼ N (0, σ2e IN ) (σe conocido) e independiente de X de donde resulta que

la función de verosimilitud es de la forma

π(y|x) ∝ exp

(
− 1

2σ2e
‖y − Tx‖22

)
.

Finalmente, por el Teorema 2.1 se sigue que

π(x|y) ∝ π+(x) exp

(
− 1

2σ2e
‖y − Tx‖22 − α‖x‖1

)
. (2.19)
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Es oportuno recordar que nuestro principal objetivo es estimar la variable incógnita X y lo

haremos a partir del estimador máximo a-posteriori. Es decir,

xMAP = argmı́n
x

{
1

σ2e
‖y − Tx‖22 + α‖x‖1

}
, (2.20)

de donde se sigue inmediatamente que xMAP es un minimizante de un funcional TPG con pena-

lizante ‖x‖1 y parámetro de regularización η
.
= σ2eα.

En el siguiente ejemplo, supondremos que la imagen original es de 60×60 ṕıxeles y consta de

cuatro fuentes focales que se distinguen de un fondo negro. Esta imagen es degradada mediante

el núcleo Gaussiano (2.17) utilizando σh = σv = 2 y condición de borde reflexiva ([21]), y se

considera ruido aditivo E ∼ N (0, σ2eIN ) con σe = 0,01‖y‖∞ y N = 602. En la Figura 11, se

muestran las imágenes original y borrosa con ruido.

Figura 11. Imagen original (izquierda) y borrosa con ruido (derecha).

Mediante la regla de elección del parámetro presentada en la Sección 2.3, utilizando los

parámetros η0 = 10−5, α = 0,05; d = 1/3 y β0 = 10−10, y luego de 6 iteraciones, se obtuvo

el parámetro de regularización óptimo η∗ = 1,2135 × 10−4 y la solución que se muestra en la

Figura 12.

Figura 12. Solución obtenida con η∗ = 1,2135× 10−4.
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Es posible concluir que el método implementado logra detectar la ubicación y la forma de los

objetos focales presentes en la imagen original. El error relativo e dado por
‖xδη∗ − x‖2

‖x‖2
obtenido

para este caso fue e = 0,0555.

La siguiente tabla presenta, análogamente a lo realilzado en procesamiento de señales, el

promedio de 30 errores relativos obtenidos de repetir el proceso de obtención del parámetro

óptimo de regularización para cada valor de ε.

ε 10−2 10−3 10−4 10−5 10−6

e 0,055 0,015 0,001 1,164 · 10−4 6,076 · 10−5

Finalmente, mostraremos cómo se podŕıan utilizar modelos jerárquicos para detectar la

ubicación y la forma de los objetos focales presentes en la imagen original dada en la Figura 11.

Para esto, consideraremos que X tiene una densidad a-priori Gaussiana de media cero y matriz

de covarianzas Dθ
.
= diag(θ1, θ2, ..., θN ), es decir

πpr(x) ∝
(

1

θ1θ2...θN

)1/2

exp


−1

2

N∑

j=1

x2j
θj


 = exp


−1

2
‖D−1/2

θ x‖22 −
1

2

N∑

j=1

log θj


 .

Intuitivamente, la varianza θj podŕıa ser grande para un ṕıxel correspondiente a un objeto focal,

mientras que debeŕıa ser pequeña para los ṕıxeles correspondientes al fondo negro. De esta ma-

nera, esperamos que la cantidad de ṕıxeles no nulos sea pequeña o que dichos ṕıxeles puedan ser

interpretados como datos at́ıpicos. Es por esta razón que supondremos que el vector θ asociado

a la matriz de covarianzas de X tiene una distribución Gamma Inversa de parámetros (α, θ0)

conocidos, dando lugar a un modelo jerárquico. Análogamente al ejemplo anterior, supondremos

E ∼ N (0, σ2e IN ) (σe conocido). Con las densidades de los vectores involucrados, obtenemos una

densidad conjunta de la forma

π(x, θ, y) ∝ exp


− 1

2σ2e
‖Tx− y‖22 −

1

2
‖D−1/2

θ x‖22 −
N∑

j=1

θ0
θj

−
(
α+

3

2

) N∑

j=1

log θj


 .

Luego,

π(x|θ, y) ∝ exp

(
− 1

2σ2e
‖Tx− y‖22 −

1

2
‖D−1/2

θ x‖22
)

π(θ|x, y) ∝ exp


−1

2
‖D−1/2

θ x‖22 −
N∑

j=1

θ0
θj

−
(
α+

3

2

) N∑

j=1

log θj


 .

Para obtener los estimadores xMAP y θMAP, se utiliza un algoritmo iterativo de manera tal que

dada la estimación (x(k), θ(k)) en el paso k, se obtiene:
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Paso 1: x(k+1) = argmáxπ(x|θ(k), y), resolviendo el sistema


 T

σeD
−1/2

θ(k)


x =


 y

0


;

Paso 2: θ(k+1) = argmáxπ(θ|x(k+1), y), dado por θ
(k+1)
j =

1

α+ 3/2

(
1

2

(
x2j
)(k+1)

+ θ0

)
.

Utilizando los parámetros α = 1000, θ0 = 1, luego de 300 iteraciones obtenemos el estimador

θMAP para θ que se muestra en la Figura 13.

Figura 13. Estimador θMAP para θ.

En la Figura 14 se presenta el estimador xMAP obtenido para θMAP en donde puede observarse

que no se logra recuperar ni la forma ni la intensidad de las fuentes focales presentes en la imagen

original.

Figura 14. Estimador xMAP para X a partir de θMAP.

Debido a que las componentes del vector θ están asociadas a las varianzas de los ṕıxeles

en X, optamos por construir una imagen binaria θ̃ a partir de θMAP que tenga en cuenta sólo

aquellos ṕıxeles con intensidades mayores que cierto umbralM . Aśı, se construye θ̃ como θ̃(i, j) =



1, θMAP(i, j) ≥M

k, θMAP(i, j) < M
, donde M =

máx θMAP +mı́n θMAP

2
y k es cercano a cero, obteniendo la

imagen que se muestra en la Figura 15.
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Figura 15. Imagen binaria θ̃ constrúıda a partir del estimador θMAP.

Finalmente, se realizó el Paso 1 del algoritmo ultilizando θ̃ y se obtuvo el estimador xMAP

para X que se presenta en la Figura 16.

Figura 16. Estimador xMAP para X a partir de θ̃.

El error relativo e dado por
‖xMAP − x‖2

‖x‖2
obtenido para este caso fue e = 0,1117. Cabe

mencionar aqúı que, a pesar de que luego del umbralado las intensidades de los ṕıxeles corres-

pondientes a las fuentes focales en θ̃ son las mismas (e iguales a 1), el estimador xMAP logra

recuperar las intensidades originales de dichos ṕıxeles.

La siguiente tabla presenta el promedio de 30 errores relativos obtenidos para cada valor de

ε tras repetir el procedimiento descripto.

ε 10−2 10−3 10−4 10−5 10−6

e 0,111 0,041 0,0289 0,0288 0,0286

En conclusión, a lo largo de esta sección hemos presentado algunos ejemplos numéricos

en aplicaciones de procesamiento de señales e imágenes mostrando el comportamiento de la

regla heuŕıstica 2.15. Asimismo, hemos puesto de manifiesto la importancia de una elección

adecuada del término penalizante para el éxito del método. Finalmente, hemos aplicado un

modelo jerárquico para el ejemplo presentado de restauración de imágenes que logra recuperar

las fuentes focales presentes en la imagen original.







CAPÍTULO 3

Estimaciones del error a-posteriori

Consideremos nuevamente el problema inverso que consiste en determinar x en la ecuación

T x = y, (3.1)

donde T : X → Y es un operador lineal y acotado entre espacios de Banach de dimensión

infinita tal que R(T ) es no cerrado. Siguiendo el enfoque determińıstico para su resolución, en

el Caṕıtulo 1 vimos que, cuando un problema inverso resulta mal condicionado en el sentido

de Hadamard debido a la falta de cumplimiento del postulado (Had 3), es necesario aplicar

métodos de regularización. En particular, estudiamos el método de regularización de Tikhonov-

Phillips en su versión clásica y propusimos dos versiones generalizadas del mismo que consisten

en la minimización de funcionales TPG y TPGG. Pudimos probar que estos métodos propuestos

constitúıan regularizaciones en el contexto de espacios de Banach. Para ello, fue necesario probar

la convergencia de las soluciones regularizadas a una solución de mı́nimo penalizante. Esto lo

hicimos para el caso de reglas de elección del parámetro a-priori.

En el Caṕıtulo 2, vimos en qué consiste resolver un problema inverso desde el enfoque

estocástico y presentamos una regla de elección del parámetro heuŕıstica cuya construcción se

basa en este nuevo enfoque y en su relación con el funcional de Tikhonov-Phillips “aumentado”.

Como hemos mencionado, es sabido que este tipo de reglas no pueden formar parte de un

método de regularización convergente pero esto no indica que la misma no pueda tener un buen

desempeño para un nivel de ruido pequeño y fijo. En este sentido entonces, en el presente caṕıtulo

nos proponemos encontrar estimaciones para el error a-posteriori, es decir, encontrar una cota

para el error entre una solución de mı́nimo penalizante y la solución regularizada obtenida

mediante la minimización de funcionales TPG o TPGG cuando el parámetro de regularización es

obtenido a partir de una regla heuŕıstica. En particular, se pretende obtener una cota para dicho

error cuando el parámetro de regularización es elegido mediante la regla heuŕıstica presentada

en el Caṕıtulo 2.

Por simplicidad en las demostraciones de los resultados obtenidos, en la Sección 3.1 con-

sideraremos el método que consiste en aproximar la solución del problema (3.1) mediante un
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minimizante del funcional TPG-p dado por

J p
ψ,η(x)

.
=

1

p
‖T x− y‖p + η ψ(x), (3.2)

donde p ≥ 1 y ψ : X → [0,+∞] es un funcional convexo. Luego, en la Sección 3.2 consideraremos

una versión aún más general de este método que consiste en aproximar la solución del problema

(3.1) mediante un minimizante del funcional TPGG-p dado por

J p

φ̃,ψ,η
(x)

.
=

1

p
φ̃(T x, y)p + η ψ(x), (3.3)

donde p ≥ 1, φ̃ : Y × Y → [0,+∞] y ψ : X → [0,+∞] es un funcional convexo.

Es oportuno mencionar aqúı que el funcional TP considerado en el Caṕıtulo 1 es equivalente

al funcional TPG-2 con ψ(x)
.
=

1

2
‖x‖2. Además, el funcional TPG considerado en el Caṕıtulo

1 resulta ser equivalente al funcional TPG-2 en (3.2), por lo que el funcional TPG-p extiende

al funcional TPG. Por último, el funcional TPGG-1 en (3.3) coincide con el funcional TPGG

presentado en el Caṕıtulo 1, considerando φ(T x, y) = φ̃(T x, y). Por lo tanto, el funcional TPGG-

p es una generalización del funcional TPGG.

Finalmente, los resultados de existencia de solución regularizada y convergencia presenta-

dos en el Caṕıtulo 1 siguen siendo válidos si consideramos el término de fidelidad dado por

φ(T x, y) .
=

1

p
φ̃(T x, y)p con p ≥ 1. Más precisamente, es inmediato ver que si φ̃ verifica las

hipótesis iii y v del Teorema 1.32 entonces φ también las verifica. Por otro lado, de la semicon-

tinuidad inferior débil de φ̃ y debido a que la función f(t) = 1
p t

p es no decreciente para p ≥ 1,

se sigue que φ verifica las hipótesis (G4) del Teorema 1.28 y iv del Teorema 1.32. En conclusión,

los Teoremas 1.28 y 1.32 resultan válidos para el funcional TPGG-p.

3.1. Regularización de tipo Tikhonov-Phillips generalizado-p

Como hemos mencionado, a lo largo de esta sección consideraremos el método de regulari-

zación que consiste en aproximar la solución del problema (3.1) mediante un minimizante del

funcional TPG-p dado por

J p
ψ,η(x)

.
=

1

p
‖T x− y‖p + η ψ(x), (3.4)

donde p ≥ 1 y ψ : X → [0,+∞] es un funcional convexo.

El objetivo principal de esta sección es hallar una estimación para el error a-posteriori, es

decir, una cota para el error entre una solución ψ-minimizante de (3.1) y la solución regularizada

xδη, dada por un minimizante del funcional (3.4) para dato yδ y para el caso en que el parámetro

de regularización η sea elegido mediante una regla heuŕıstica. Como es usual en estos casos,
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estimaremos este error utilizando la distancia de Bregman que es una forma natural de medir

la desviación de elementos en un espacio de Banach con respecto a algún funcional convexo.

Para definir la distancia de Bregman resulta necesario introducir los conceptos de subgradiente

y subdiferencial de un funcional convexo, los cuales presentamos a continuación.

Definición 3.1. Sean X un espacio de Banach, X ∗ su espacio dual y ψ : X → R ∪ {∞} un

funcional convexo. Decimos que x∗ ∈ X ∗ es un subgradiente de ψ en x si ψ(z) ≥ ψ(x)+[x∗, z−x],
∀z ∈ X , donde [x∗, x] corresponde a la evaluación del funcional x∗ en x, es decir [x∗, x]

.
= x∗(x).

El conjunto ∂ψ(x) de todos los subgradientes de ψ en x se llama el subdiferencial de ψ en x.

Cabe mencionar aqúı que el subgradiente es una generalización del concepto clásico de

derivada para el caso de funcionales convexos ([55]).

Definición 3.2. Sean X un espacio de Banach, ψ : X → R∪{∞} un funcional convexo, x ∈ X
y ξ ∈ ∂ψ(x). La distancia de Bregman en x respecto de ξ y ψ se define como

dψξ (z, x)
.
= ψ(z)− ψ(x)− [ξ, z − x], ∀z ∈ X .

Es fácil ver que dψξ (x, x) = 0 y que la convexidad del funcional ψ implica que dψξ (z, x) ≥ 0,

para todo z ∈ X . Más adelante veremos también que si X es un espacio de Hilbert, la distancia

de Bregman en un elemento x coincide con ‖x − z‖2, para todo z ∈ X , cuando el funcional

ψ es elegido como el cuadrado de la norma en dicho espacio. De esta manera, la distancia de

Bregman extiende el concepto de norma.

Como es usual para problemas inversos mal condicionados, las estimaciones del error entre

una solución regularizada y una solución ψ-minimizante se pueden obtener únicamente ba-

jo supuestos adicionales de suavidad de la solución ψ-minimizante, conocidos como condición

fuente (“source conditions”). En la Sección 3.2 veremos que esta condición fuente se encuentra

estrechamente relacionada con la condición de optimalidad que verifica todo minimizante de

un funcional convexo. En los resultados obtenidos en esta sección, la condición fuente estará

vinculada al operador adjunto T ∗ : Y → X ∗ de T .

Como hemos visto en el Caṕıtulo 1, si el parámetro de regularización es elegido mediante

una regla a-priori, es posible probar la convergencia de las soluciones regularizadas obtenidas

mediante la minimización de funcionales de tipo Tikhonov-Phillips generalizados a una solución

de mı́nimo penalizante, cuando el nivel de ruido tiende a cero por derecha. Por otro lado,

para reglas a-posteriori, como por ejemplo el principio de discrepancia de Morozov, existen

resultados que establecen la convergencia de las soluciones regularizadas obtenidas a partir
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de la minimización de funcionales de tipo Tikhonov-Phillips generalizados ([50]). Finalmente,

para el caso de reglas heuŕısticas es posible encontrar estimaciones del error a-posteriori, es

decir, cotas para el error entre una solución de mı́nimo penalizante y una solución regularizada

obtenida mediante la minimización de funcionales de tipo Tikhonov-Phillips generalizados, para

un nivel de ruido fijo.

A continuación, presentamos el primer resultado obtenido que establece una estimación para

el error a-posteriori entre una solución ψ-minimizante del problema (3.1) y una solución regula-

rizada xδη, minimizante del funcional J p
ψ,η con dato yδ, cuando el parámetro de regularización es

elegido mediante una regla heuŕıstica η
.
= η(yδ). Este error se medirá utilizando la distancia de

Bregman inducida por el penalizante ψ. De esta manera, dicha distancia controlará únicamente

los errores que pueden ser distinguidos por el penalizante, mientras que los otros errores deben

ser controlados por el término de fidelidad ([5]).

Teorema 3.3. Sean X un espacio de Banach, Y es espacio de Hilbert, T ∈ L(X ,Y), ψ : X →
[0,+∞], x̃ una solución ψ-minimizante de (3.1) e yδ ∈ Y tal que ‖y−yδ‖ ≤ δ. Supongamos que

existe w ∈ Y tal que ξ = T ∗w ∈ ∂ψ(x̃). Luego, para cada minimizante xδη del funcional J p
ψ,η

dado en (3.4) con dato yδ, se tiene que

si p > 1 y q es el conjugado de p, entonces

dψξ (x
δ
η, x̃) ≤

δp

p + η δ ‖w‖+ 1
q (η ‖w‖)q

η
;

si p = 1 y η ‖w‖ ≤ 1, entonces

dψξ (x
δ
η, x̃) ≤ δ

1 + η ‖w‖
η

.

Demostración. Dado que xδη es un minimizante del funcional J p
ψ,η con dato yδ, se sigue

que

1

p
‖T xδη − yδ‖p + η ψ(xδη) ≤

1

p
‖T x̃− yδ‖p + η ψ(x̃)

≤ δp

p
+ η ψ(x̃), (T x̃ = y y ‖y − yδ‖ ≤ δ)

y aśı

1

p
‖T xδη − yδ‖p ≤ δp

p
+ η

(
ψ(x̃)− ψ(xδη)

)
.

Luego,

1

p
‖T xδη − yδ‖p + η dψξ (x

δ
η, x̃)



3.1 Regularización de tipo Tikhonov-Phillips generalizado-p 65

≤ δp

p
+ η

(
ψ(x̃)− ψ(xδη) + dψξ (x

δ
η, x̃)

)

=
δp

p
− η [ξ, xδη − x̃] (por definición de distancia de Bregman)

=
δp

p
+ η [T ∗w, x̃− xδη]

=
δp

p
+ η 〈w, T x̃− T xδη〉 (Y espacio de Hilbert)

≤ δp

p
+ η ‖w‖ ‖T xδη − y‖

≤ δp

p
+ η ‖w‖ ‖T xδη − yδ‖+ η ‖w‖ ‖yδ − y‖

≤ δp

p
+ η ‖w‖ ‖T xδη − yδ‖+ η ‖w‖ δ.

Finalmente,

1

p
‖T xδη − yδ‖p − η ‖w‖ ‖T xδη − yδ‖+ η dψξ (x

δ
η, x̃) ≤

δp

p
+ η ‖w‖ δ. (3.5)

Si p > 1, por la desigualdad de Young tenemos que

η ‖w‖ ‖T xδη − yδ‖ ≤ 1

p
‖T xδη − yδ‖p + 1

q
(η‖w‖)q,

lo cual junto a (3.5) permite deducir que η dψξ (x
δ
η, x̃) −

1

q
(η‖w‖)q ≤ δp

p
+ η ‖w‖ δ, de

donde se sigue inmediatamente la desigualdad que queŕıamos probar.

Si p = 1, de (3.5) se tiene que

(1− η‖w‖) ‖T xδη − yδ‖+ η dψξ (x
δ
η, x̃) ≤ δ + η ‖w‖ δ,

y como por hipótesis 1− η ‖w‖ ≥ 0 resulta dψξ (x
δ
η, x̃) ≤ δ

1 + η‖w‖
η

.

�

Observación 3.4. En el Caṕıtulo 1 presentamos algunos términos de fidelidad diferentes del

clásico y vimos en qué casos resulta conveniente su utilización. Uno de ellos era el término de

fidelidad dado por ‖T x−y‖1. Para este caso entonces debemos considerar φ̃(T x, y) = ‖T x−y‖1
y p = 1 y, de esta manera, es posible obtener una estimación del error a-posteriori como

consecuencia del Teorema 3.3.

Observación 3.5. Es oportuno destacar en el teorema anterior el caso p = 2 (correspondiente

al término de fidelidad clásico) en el cual se obtiene la siguiente cota para el error a-posteriori

dψξ (x
δ
η, x̃) ≤

δ2

2 + ηδ‖w‖+ 1
2(η‖w‖)2

η
=

1

2

(
δ√
η
+
√
η‖w‖

)2

.
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En [27] se presenta una cota para este error bajo los mismos supuestos del Teorema 3.3 para

p = 2. Esta cota viene dada por

dψξ (x
δ
η, x̃) ≤

δ2

η
+ η ‖w‖2.

Es sabido que si a y b son números reales no negativos entonces verifican la desigualdad 1
2(a+

b)2 ≤ a2 + b2, de donde se sigue que

1

2

(
δ√
η
+

√
η ‖w‖

)2

≤ δ2

η
+ η ‖w‖2.

Es decir, la estimación obtenida en el Teorema 3.3 es inferior o igual a la obtenida en la prueba

del Teorema 3.5 en [27].

Ahora, y como consecuencia del Teorema 3.3, presentamos una estimación para el error

a-posteriori entre x̃ y xδη∗ , donde η
∗ es elegido a partir de la regla de elección del parámetro

heuŕıstica presentada en el Caṕıtulo 2, utilizando φ(T x, y) .= 1

p
‖T x−y‖p con p > 1. Recordemos

que para esta regla el parámetro de regularización óptimo η∗ viene dado por

η∗ = α
‖T xδη∗ − yδ‖p(1−d)

p1−d
(
ψ(xδη∗) + β0

) ,

con 0 < d < 1 y α, β0 ≥ 0. Esta cota se obtiene simplemente reemplazando el parámetro η por

la regla η∗ en el Teorema 3.3.

Corolario 3.6. Si η∗ = α
‖T xδη∗ − yδ‖p(1−d)

p1−d
(
ψ(xδη∗) + β0

) , p > 1 y δ∗
.
= ‖T xδη∗ − yδ‖ entonces

dψξ (x
δ
η∗ , x̃) ≤


δ

p−1

pd
ψ(xδη∗) + β0

α (δ∗)p(1−d)
+ ‖w‖+ 1

q

αq−1

p(1−d)(q−1)
(
ψ(xδη∗) + β0

)‖w‖q

 máx

{
δ, (δ∗)q(1−d)

}
.

Observación 3.7. Es oportuno observar que del corolario anterior se obtiene la siguiente cota

para el caso en que p = 2

dψξ (x
δ
η∗ , x̃) ≤


 δ

2d
ψ(xδη∗) + β0

α (δ∗)2(1−d)
+ ‖w‖+ α

22−d
(
ψ(xδη∗) + β0

)‖w‖2

 máx

{
δ, (δ∗)2(1−d)

}
. (3.6)

Como consecuencia de la Observación 3.5 podemos decir entonces que la cota obtenida en (3.6)

resulta inferior o igual a la cota presentada en [27] para esta regla.
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3.2. Regularización de tipo Tikhonov-Phillips doblemente

generalizado-p

En la sección anterior, hemos considerado el método que aproxima la solución del problema

(3.1) mediante un minimizante de un funcional TPG-p, es decir, un funcional de Tikhonov-

Phillips con término de fidelidad
1

p
‖T x − y‖p y penalizante dado por un funcional convexo

ψ. Para dicho método hemos encontrado una estimación del error a-posteriori cuando la re-

gla de elección del parámetro es heuŕıstica y la hemos particularizado para el caso en que se

utilice la regla presentada en el Caṕıtulo 2. En esta sección, generalizaremos los resultados de

cotas obtenidos en la Sección 3.1 al caso de funcionales TPGG-p, es decir, para funcionales de

Tikhonov-Phillips con fidelidad y penalizante generalizados de la forma

J p

φ̃,ψ,η
(x) =

1

p
φ̃(T x, y)p + η ψ(x), (3.7)

donde p ≥ 1, φ̃ : Y × Y → [0,+∞] y ψ : X → [0,+∞] es un funcional convexo.

En la sección anterior vimos que uno de los supuestos para encontrar estimaciones del

error a-posteriori viene dado por una condición fuente y que la misma está relacionada con el

operador adjunto T ∗ de T , para el caso en que Y sea un espacio de Hilbert. En esta sección,

donde supondremos que X e Y son espacios de Banach, la condición fuente estará estrechamente

relacionada al operador dual adjunto T # : Y∗ → X ∗ de T definido como el único operador lineal

y acotado que verifica que [T #y∗, x] = [y∗, T x], para todo y∗ ∈ Y∗ y x ∈ X .

El siguiente teorema presenta una primera estimación para el error a-posteriori.

Teorema 3.8. Sean X e Y espacios de Banach, T ∈ L(X ,Y), ψ : X → [0,+∞], φ̃ : Y × Y →
[0,+∞], x̃ una solución ψ-minimizante de (3.1) e yδ ∈ Y tal que φ̃(y, yδ) ≤ δ. Supongamos que

existe w ∈ Y∗ tal que ξ
.
= T #w ∈ ∂ψ(x̃). Luego, para cada minimizante xδη del funcional J p

φ̃,ψ,η

dado en (3.7) con dato yδ se tiene que

1

p
φ̃(T xδη, yδ)p + η dψξ (x

δ
η, x̃) ≤

δp

p
+ η

[
w, T x̃− T xδη

]
.

Demostración. Dado que xδη es un minimizante del funcional J p

φ̃,ψ,η
para dato yδ y φ̃(y, yδ) ≤

δ, se sigue que

1

p
φ̃(T xδη, yδ)p + η ψ(xδη) ≤

1

p
φ̃(T x̃, yδ)p + η ψ(x̃) ≤ δp

p
+ η ψ(x̃),

y, en consecuencia,
1

p
φ̃(T xδη, yδ)p ≤

δp

p
+ η

(
ψ(x̃)− ψ(xδη)

)
. Luego,

1

p
φ̃(T xδη, yδ)p + η dψξ (x

δ
η, x̃) ≤

δp

p
+ η

(
ψ(x̃)− ψ(xδη) + dψξ (x

δ
η, x̃)

)
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=
δp

p
+ η

[
T #w, x̃− xδη

]

=
δp

p
+ η

[
w, T x̃− T xδη

]
,

donde la penúltima igualdad se sigue de la condición fuente y la última, de la definición del

operador dual adjunto. �

El siguiente teorema presenta una cota para el error a-posteriori que generaliza el resultado

dado en el Teorema 3.3 y cuya prueba se basa en la primera estimación de dicho error obtenida

en el Teorema 3.8.

Teorema 3.9. Sean X e Y espacios de Banach, T ∈ L(X ,Y), ψ : X → [0,+∞], φ̃ : Y × Y →
[0,+∞], x̃ una solución ψ-minimizante de (3.1) e yδ ∈ Y tal que φ̃(y, yδ) ≤ δ y φ̃(yδ, y) ≤ δ.

Supongamos que existe w ∈ Y∗ tal que ξ
.
= T #w ∈ ∂ψ(x̃) y que el funcional φ̃ satisface las

siguientes hipótesis:

i. φ̃(y1, y3) ≤ φ̃(y1, y2) + φ̃(y2, y3), para todo y1, y2, y3 ∈ Y;

ii. existe C > 0 tal que ‖y1 − y2‖ ≤ C φ̃(y2, y1), ∀ y1, y2 ∈ R(T ).

Luego, para cada minimizante xδη del funcional J p

φ̃,ψ,η
dado en (3.7) con dato yδ se tiene que

si p > 1 y q es el conjugado de p entonces

dψξ (x
δ
η, x̃) ≤

δp

p + η δ ‖w‖C + 1
q (η ‖w‖C)q

η
;

si p = 1 y η ‖w‖C ≤ 1 entonces

dψξ (x
δ
η, x̃) ≤ δ

1 + η ‖w‖C
η

.

Demostración. Sea xδη un minimizante del funcional J p

φ̃,ψ,η
con dato yδ. Luego,

1

p
φ̃(T xδη, yδ)p + η dψξ (x

δ
η, x̃)

≤ δp

p
+ η [w, T x̃− T xδη] (por Teorema 3.8)

≤ δp

p
+ η ‖w‖ ‖T x̃− T xδη‖

≤ δp

p
+ η ‖w‖C φ̃(T xδη, yδ) + η ‖w‖C φ̃(yδ, y) (por Hipótesis i y ii y T x̃ = y)

≤ δp

p
+ η ‖w‖C φ̃(T xδη, yδ) + η ‖w‖C δ. (φ̃(yδ, y) ≤ δ)

Finalmente,

1

p
φ̃(T xδη, yδ)p − η ‖w‖C φ̃(T xδη, yδ) + η dψξ (x

δ
η, x̃) ≤

δp

p
+ η ‖w‖C δ. (3.8)
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Si p > 1, de la desigualdad de Young se sigue inmediatamente que

η ‖w‖C φ̃(T xδη, yδ) ≤
1

p
φ̃(T xδη, yδ)p +

1

q
(η ‖w‖C)q,

lo cual implica que

η dψξ (x
δ
η, x̃)−

1

q
(η ‖w‖C)q ≤ 1

p
φ̃(T xδη, yδ)p − η ‖w‖C φ̃(T xδη, yδ) + η dψξ (x

δ
η, x̃) ≤

δp

p
+ η ‖w‖C δ,

donde la última desigualdad se sigue de (3.8). De esta manera, resulta

dψξ (x
δ
η, x̃) ≤

δp

p + η δ ‖w‖C + 1
q (η ‖w‖C)q

η
.

Si p = 1, de (3.8) se tiene que (1− η ‖w‖C) φ̃(T xδη, yδ) + η dψξ (x
δ
η, x̃) ≤ δ + η ‖w‖C δ, y

como por hipótesis 1− η ‖w‖C ≥ 0 se obtiene

dψξ (x
δ
η, x̃) ≤ δ

1 + η ‖w‖C
η

.

�

Dado que toda norma satisface la desigualdad triangular y considerando C = 1, resulta

inmediato que las hipótesis i y ii del Teorema 3.9 se verifican cuando φ̃ corresponde a la norma

en el espacio Y. De esta manera, si se considera el término de fidelidad
1

p
‖T x− y‖p, con p ≥ 1,

del Teorema 3.9 se obtienen las mismas estimaciones del error a-posteriori que en el Teorema

3.3. De aqúı se sigue inmediatamente que el Teorema 3.9 constituye una generalización del

Teorema 3.3.

Observación 3.10. Es oportuno mencionar aqúı que en el Teorema 3.8 es necesario que se

satisfaga una condición fuente y no se necesitan hipótesis adicionales sobre el término de fidelidad

y el penalizante. De esta manera, si se consideran, por ejemplo, los términos de fidelidad
1

2
‖T x−

y‖2, ‖T x− y‖1 o KL(T x, y) es posible obtener una estimación del error a-posteriori para estos

casos como consecuencia del Teorema 3.8. Por otro lado, es sabido que el funcional de Kullback-

Leibler (1.14) no verifica la desigualdad triangular ([26]) correspondiente a la hipótesis i del

Teorema 3.9. Sin embargo, como hemos mencionado, para los casos en que se considere la

fidelidad φ(T x, y) = KL(T x, y) es posible obtener una estimación del error a-posteriori como

consecuencia del Teorema 3.8.

Debido a que la distancia de Bregman en x̃ ∈ X respecto del funcional convexo ψ involucra

el término [ξ, x − x̃], donde ξ ∈ ∂ψ(x̃) y x ∈ X , en varios art́ıculos se propone la utilización

de desigualdades que contienen este término, denominadas desigualdades variacionales, y se

prueba que son una herramienta poderosa para obtener tasas de convergencia ([18], [23], [49]).
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Los primeros resultados de tasas de convergencia para minimizantes de funcionales de tipo

Tikhonov-Phillips se basan en supuestos de suavidad de la solución respecto a un operador (en

general no lineal) definido en un espacio de Hilbert ([17]) o de Banach ([5]). Dichos supuestos

están expresados en términos de una condición fuente (generalmente asociada a una ecuación).

Sin embargo, observaciones numéricas mostraron que, aún cuando los supuestos de suavidad no

se verificaban, la tasa de convergencia no necesariamente se véıa afectada significativamente.

En 2007, B. Hofmann et al. ([23]) tuvieron en cuenta esta observación y debilitaron dichos

supuestos reemplazando la condición fuente por una desigualdad variacional. Nos proponemos

aqúı utilizar desigualdades de este tipo para probar un resultado análogo al del Teorema 3.9

y aśı obtener estimaciones del error a-posteriori bajo este nuevo enfoque. En primer lugar,

mostraremos la relación existente entre la condición fuente presente en el Teorema 3.9 y una

desigualdad de tipo variacional.

Proposición 3.11. Sean X e Y espacios de Banach, T ∈ L(X ,Y), ψ : X → [0,+∞], φ̃ :

Y×Y → [0,+∞], x̃ una solución ψ-minimizante de (3.1) tal que existe w ∈ Y∗ con ξ
.
= T #w ∈

∂ψ(x̃). Supongamos además que

existe C > 0 tal que ‖y1 − y2‖ ≤ C φ̃(y2, y1), ∀y1, y2 ∈ R(T ). (3.9)

Entonces, existe β ≥ 0 tal que se verifica la siguiente desigualdad variacional

[ξ, x̃− x] ≤ β φ̃(T x, T x̃), ∀x ∈ X . (3.10)

Demostración. Es fácil ver que, por hipótesis y por la definición de operador dual adjunto,

para cada x ∈ X resulta que

[ξ, x̃− x] = [T #w, x̃− x] = [w, T x̃− T x] ≤ ‖w‖ ‖T x̃− T x‖ ≤ ‖w‖C φ̃(T x, T x̃),

de donde se sigue que la desigualdad (3.10) se verifica tomando β
.
= C ‖w‖. �

En la Proposición 3.13 presentamos un resultado en algún sentido “rećıproco” al dado en

la proposición anterior. Para ello, haremos uso del siguiente resultado acerca del operador dual

adjunto T # de T ([49], Lema 8.21).

Lema 3.12. Sean X e Y espacios normados, T ∈ L(X ,Y) y x∗ ∈ X ∗. Entonces, x∗ ∈ Ran(T #)

si y sólo si existe C̃ > 0 tal que |[x∗, x]| ≤ C̃‖T x‖, ∀x ∈ X .
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Proposición 3.13. Sean X e Y espacios de Banach, T ∈ L(X ,Y), ψ : X → [0,+∞], φ̃ :

Y × Y → [0,+∞], x̃ una solución ψ-minimizante de (3.1). Supongamos además que existen

β ≥ 0 y ξ ∈ ∂ψ(x̃) tales que [ξ, x̃− x] ≤ β φ̃(T x, T x̃), ∀x ∈ X , y que

existe c > 0 tal que c φ̃(y1, y2) ≤ ‖y1 − y2‖, ∀ y1, y2 ∈ R(T ). (3.11)

Entonces, existe w ∈ Y∗ tal que ξ = T #w.

Demostración. Por hipótesis tenemos que

[ξ, x] = [ξ, x̃− (x̃− x)] ≤ β φ̃(T (x̃− x), T x̃) ≤ β
1

c
‖T x‖,

para todo x ∈ X . Luego, del Lema 3.12 conclúımos que ξ ∈ Ran(T #), es decir existe w ∈ Y∗

tal que ξ = T #w. �

Observación 3.14. En el caso particular en que φ̃(T x, y) .
= ‖T x − y‖, de las Proposiciones

3.11 y 3.13 se obtiene inmediatamente la equivalencia entre la condición fuente y la desigualdad

variacional (3.10). Esto es aśı ya que las hipótesis (3.9) y (3.11) se verifican considerando c =

C = 1.

El siguiente teorema presenta un resultado análogo al del Teorema 3.9 con una modificación

en sus hipótesis ya que se establecen estimaciones del error a-posteriori utilizando una desigual-

dad variacional en lugar de una condición fuente. Dada la Proposición 3.11 es inmediato ver

que esta nueva hipótesis es más débil que las utilizadas en el Teorema 3.9.

Teorema 3.15. Sean X e Y espacios de Banach, T ∈ L(X ,Y), ψ : X → [0,+∞], φ̃ : Y ×Y →
[0,+∞], x̃ una solución ψ-minimizante de (3.1) e yδ ∈ Y tal que φ̃(y, yδ) ≤ δ y φ̃(yδ, y) ≤ δ.

Supongamos que el funcional φ̃ verifica las siguientes hipótesis:

i. φ̃(y1, y3) ≤ φ̃(y1, y2) + φ̃(y2, y3), para todo y1, y2, y3 ∈ Y;

ii. existen β ∈ [0,∞) y ξ ∈ ∂ψ(x̃) tal que [ξ, x̃− x] ≤ β φ̃(T x, T x̃), para todo x ∈ X .

Luego, para cada minimizante xδη del funcional J p

φ̃,ψ,η
dado en (3.7) con dato yδ se tiene que

si p > 1 y q es el conjugado de p, entonces

dψξ (x
δ
η, x̃) ≤

δp

p + η δ β + 1
q (η β)

q

η
;

si p = 1 y η β ≤ 1, entonces

dψξ (x
δ
η, x̃) ≤ δ

1 + η β

η
.
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Demostración. Análogamente a la prueba del Teorema 3.8, dado que xδη es un minimizante

del funcional J p

φ̃,ψ,η
con dato yδ y φ̃(y, yδ) ≤ δ, se sigue inmediatamente que

1

p
φ̃(T xδη, yδ)p ≤

δp

p
+ η

(
ψ(x̃)− ψ(xδη)

)
.

Luego,

1

p
φ̃(T xδη, yδ)p + η dψξ (x

δ
η, x̃)

≤ δp

p
+ η

(
ψ(x̃)− ψ(xδη) + dψξ (x

δ
η, x̃)

)

=
δp

p
+ η [ξ, x̃− xδη]

≤ δp

p
+ η β φ̃(T xδη, yδ) + η β φ̃(yδ, y) (por Hipótesis i y ii y T x̃ = y)

≤ δp

p
+ η β φ̃(T xδη, yδ) + η β δ. (pues φ̃(yδ, y) ≤ δ)

Finalmente,

1

p
φ̃(T xδη, yδ)p − η β φ̃(T xδη, yδ) + η dψξ (x

δ
η, x̃) ≤

δp

p
+ η β δ,

y la prueba se sigue análogamente a la del Teorema 3.9 con β en lugar de C en 3.8. �

De la demostración de la Proposición 3.11 se sigue que β = C ‖w‖ por lo que las estimaciones

del error a-posteriori obtenidas en los Teoremas 3.9 y 3.15 coinciden.

Es oportuno mencionar aqúı que si consideramos el término de fidelidad dado por
1

p
‖T x−

y‖p, es decir φ̃(T x, y) = ‖T x−y‖, la hipótesis i del Teorema 3.15 se satisface como consecuencia

de la desigualdad triangular para la norma. De esta manera, a partir del Teorema 3.15, es

posible obtener un resultado que establezca una estimación del error a-posteriori entre una

solución de mı́nimo penalizante y una solución regularizada obtenida mediante la minimización

de funcionales TPG-p. Nuevamente, es posible concluir que la estimación del error a-posteriori

obtenida en el Corolario 3.16 coincide con la del Teorema 3.3 (en este caso, β = ‖w‖ puesto que

C = 1).

Corolario 3.16. Sean X e Y espacios de Banach, T ∈ L(X ,Y), ψ : X → [0,+∞], x̃ una

solución ψ-minimizante de (3.1) e yδ ∈ Y tal que ‖y − yδ‖ ≤ δ. Supongamos que existen

β ∈ [0,∞) y ξ ∈ ∂ψ(x̃) tal que [ξ, x̃ − x] ≤ β ‖T x − T x̃‖, para todo x ∈ X . Luego, para cada

minimizante xδη del funcional J p
ψ,η dado en (3.4) con dato yδ se tiene que
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si p > 1 y q es el conjugado de p, entonces

dψξ (x
δ
η, x̃) ≤

δp

p + η δ β + 1
q (η β)

q

η
;

si p = 1 y η β ≤ 1, entonces

dψξ (x
δ
η, x̃) ≤ δ

1 + η β

η
.

Tal como hemos visto, los Teoremas 3.3 y 3.9 requieren de supuestos asociados al cum-

plimiento de una condición fuente. Veremos ahora que la misma se encuentra estrechamente

relacionada con la condición de optimalidad que verifican los minimizantes de los funcionales

TPG-p y TPGG-p. Para ello, serán necesarios algunos resultados y definiciones previos que

veremos a continuación ([13], [50]).

En primer lugar, presentaremos el concepto de mapeo de dualidad que será relevante por

su estrecha relación con el subdiferencial de una potencia de una norma. Para definir este

mapeo, debemos introducir el concepto de función peso que consiste en una función continua y

estrictamente creciente f : [0,+∞) → [0,+∞) que verifica f(0) = 0 y ĺım
t→∞

f(t) = ∞. A su vez,

resulta necesario definir el conjunto 2X
∗
formado por todos los subconjuntos del espacio dual

de X , es decir, 2X
∗ .
= {E : E ⊂ X ∗}.

Definición 3.17. Sea X un espacio de Banach. El mapeo de dualidad respecto de la función

peso f es el mapeo J : X → 2X
∗
dado por

J(x) = {x∗ ∈ X ∗ : [x∗, x] = ‖x∗‖ ‖x‖, ‖x∗‖ = f(‖x‖)} .

A continuación, se presenta el mapeo de dualidad respecto de la función peso f(t) = tp−1

con p > 1 para el caso de espacios de Hilbert.

Proposición 3.18. Sean X un espacio de Hilbert y f(t) = tp−1 con p > 1. El mapeo de dualidad

J respecto de f está dado por J(x) = ‖x‖p−2 x.

El siguiente teorema, denominado Teorema de Asplund, relaciona el subdiferencial de la

primitiva de una función peso (la cual resulta convexa) y el mapeo de dualidad respecto de

dicha función.

Teorema 3.19. Sean X un espacio de Banach y f una función peso. Si F (t)
.
=

∫ t

0
f(s) ds

entonces el mapeo de dualidad respecto de f está dado por

J(x) = ∂F (‖x‖), x ∈ X .
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El siguiente corolario resulta útil al momento de obtener el subdiferencial del funcional

convexo
1

p
‖x‖p con p > 1 que se encuentra asociado al término de fidelidad considerado en la

Sección 3.1.

Corolario 3.20. Si X es un espacio de Banach y f(t) = tp−1 con p > 1, entonces el mapeo de

dualidad J respecto de f está dado por J(x) = ∂

(
1

p
‖x‖p

)
.

Utilizando los conceptos de distancia de Bregman y de mapeo de dualidad presentados

anteriormente, es posible probar que la distancia de Bregman en un elemento x de un espacio de

Hilbert coincide con ‖x−z‖2 para todo z ∈ X cuando el funcional ψ es elegido como el cuadrado

de la norma en dicho espacio. En efecto, sean X un espacio de Hilbert y ψ : X → [0,+∞) el

funcional dado por ψ(x) = ‖x‖2. Luego, de la Proposición 3.18 y el Corolario 3.20 (con f(t) = t)

se sigue inmediatamente que el subdiferencial de ψ en x tiene un único elemento, ξ, dado por

ξ
.
= 2J(x) = 2x. Como consecuencia, obtenemos que

dψξ (z, x) = ψ(z)− ψ(x)− [ξ, z − x]

= ‖z‖2 − ‖x‖2 − 〈2x, z − x〉

= ‖z‖2 − ‖x‖2 − 2 〈x, z〉+ 2 ‖x‖2

= ‖z‖2 + ‖x‖2 − 2 〈x, z〉

= ‖x− z‖2,

es decir, la distancia de Bregman en x coincide con ‖x− z‖2, para todo z ∈ X .

Es bien sabido que un minimizante de una función diferenciable y convexa verifica la con-

dición de optimalidad, es decir, la derivada de dicha función se anula en aquel minimizante. De

manera análoga, un minimizante z de un funcional convexo J definido sobre un espacio de Ba-

nach satisface la condición de optimalidad dada por 0 ∈ ∂J (z), como se presenta en el siguiente

resultado. Más aún, la condición de optimalidad implica la existencia de un minimizante.

Teorema 3.21. Sean X un espacio de Banach, J : X → R ∪ {∞} un funcional convexo y

z ∈ D(J ) con J (z) <∞. Entonces, J (z) = mı́n
x∈X

J (x) si y sólo si 0 ∈ ∂J (z).

Demostración. J (z) = mı́n
x∈X

J (x) ⇔ J (z) ≤ J (x) ∀x ∈ X ⇔ 0 ∈ ∂J (z). �

A continuación probaremos que, bajo determinadas hipótesis, la condición de optimalidad

para el funcional J 2
ψ,η, con ψ(x)

.
=

1

2
‖x‖2 (dada por la existencia de minimizantes) implica la

condición fuente presente en el enunciado del Teorema 3.3.
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Proposición 3.22. Sean X e Y espacios de Hilbert, ψ(x)
.
=

1

2
‖x‖2 y x̃ una solución ψ-

minimizante de (3.1). Supongamos que {xη} es una sucesión de minimizantes del funcional

J 2
ψ,η tal que xη

ω−→ x̃ cuando η → 0+ y que existe w ∈ Y tal que −T xη − y

η

ω−→ w. Entonces,

T ∗w ∈ ∂ψ(x̃), donde T ∗ : Y → X es el operador adjunto de T .

Demostración. Dado que xη es un minimizante del funcional J 2
ψ,η, del Teorema 3.21 re-

sulta que 0 ∈ ∂

(
1

2
‖T · −y‖2 + η

1

2
‖ · ‖2

)
(xη). Luego, por propiedad de la suma, producto por

un escalar, traslación y composición del subgradiente ([55]) se tiene que

∂

(
1

2
‖T · −y‖2 + η

1

2
‖ · ‖2

)
(xη) = ∂

(
1

2
‖T · −y‖2

)
(xη) + η ∂

(
1

2
‖ · ‖2

)
(xη)

= T ∗ ∂

(
1

2
‖ · −y‖2

)
(T xη) + η ∂

(
1

2
‖ · ‖2

)
(xη)

= T ∗ ∂

(
1

2
‖ · ‖2

)
(T xη − y) + η ∂

(
1

2
‖ · ‖2

)
(xη).

Entonces, 0 ∈ T ∗
(
∂ 1
2‖ · ‖2

)
(T xη − y) + η ∂

(
1
2‖ · ‖2

)
(xη) y podemos descomponer el funcional

0 como 0 = fη + gη, donde fη ∈ T ∗∂
(
1
2‖ · ‖2

)
(T xη − y) y gη ∈ η ∂

(
1
2‖ · ‖2

)
(xη). Como X e Y

son espacios de Hilbert, de la Proposición 3.18 y el Corolario 3.20, se sigue inmediatamente que

fη = T ∗ (T xη − y) y gη = η xη. Como gη = −fη resulta que

xη =
−T ∗ (T xη − y)

η
. (3.12)

y entonces, por hipótesis, xη
ω−→ T ∗w. Por unicidad del ĺımite conclúımos que x̃ = T ∗w. De

la Proposición 3.18 y del Corolario 3.20 se tiene que ∂ψ(x̃) = ∂
(
1
2‖ · ‖2

)
(x̃) = {x̃}, y aśı

T ∗w ∈ ∂ψ(x̃). �

De manera análoga al caso clásico, veremos ahora que la condición de optimalidad para el

funcional J p
ψ,η, con p > 1 y penalizante ψ convexo y débilmente semicontinuo inferiormente

implica la condición fuente presente en el enunciado del Teorema 3.3.

Proposición 3.23. Sean X un espacio de Banach, Y un espacio de Hilbert, ψ : X → [0,+∞]

un funcional convexo y débilmente semicontinuo inferiormente y x̃ una solución ψ-minimizante

de (3.1). Supongamos que {xη} es una sucesión de minimizantes del funcional J p
ψ,η con p > 1

tal que xη
ω−→ x̃ cuando η → 0+ y que existe w ∈ Y tal que −‖T xη − y‖p−2 T xη − y

η

ω−→ w.

Entonces, T ∗w ∈ ∂ψ(x̃), donde T ∗ : Y → X ∗ es el operador adjunto de T .
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Demostración. Análogamente al caso clásico, como xη minimiza el funcional J p
ψ,η resulta

del Teorema 3.21 que

0 ∈ ∂

(
1

p
‖T · −y‖p + η ψ(·)

)
(xη) = T ∗ ∂

(
1

p
‖ · ‖p

)
(T xη − y) + η ∂ψ(xη)

y podemos descomponer el funcional 0 como 0 = fη + gη, donde fη ∈ T ∗∂
(
1
p‖ · ‖p

)
(T xη − y)

y gη ∈ η ∂ψ(xη). Como Y es un espacio de Hilbert, de la Proposición 3.18 y el Corolario 3.20

se sigue que fη = ‖T xη − y‖p−2 T ∗ (T xη − y). Si denotamos wη
.
= −‖T xη − y‖p−2 (T xη − y)

η

entonces −fη
η

= T ∗wη y debido a que −fη = gη resulta que T ∗wη = −fη
η =

gη
η ∈ ∂ψ(xη).

Por hipótesis sabemos que wη
ω−→ w de donde se sigue que T ∗wη

ω−→ T ∗w. Queremos

ver que T ∗w ∈ ∂ψ(x̃). En efecto, como ψ es débilmente semicontinuo inferiormente se tiene

que ψ(x̃) ≤ ĺım inf
η→0+

ψ(xη). Por otra parte, puesto que T ∗wη ∈ ∂ψ(xη), se obtiene la siguiente

desigualdad ψ(z) ≥ ψ(xη) + [T ∗wη, z − xη], ∀z ∈ X .

Tomando ĺımite inferior resulta

ψ(z) ≥ ĺım inf
η→0+

ψ(xη) + ĺım
η→0+

[T ∗wη, z − xη] ≥ ψ(x̃) + [T ∗w, z − x̃],

para todo z ∈ X , de donde se sigue que T ∗w ∈ ∂ψ(x̃). �

Finalmente, veremos que la condición de optimalidad asociada al funcional TPGG-p con

p > 1 y penalizante convexo y débilmente semicontinuo inferiormente implica la condición

fuente presente en el enunciado del Teorema 3.9.

Proposición 3.24. Sean X e Y espacios de Banach, ψ : X → [0,+∞] un funcional convexo y

débilmente semicontinuo inferiormente y x̃ una solución ψ-minimizante de (3.1). Supongamos

que {xη} es una sucesión de minimizantes del funcional J p
φ,ψ,η con p > 1 tal que xη

ω−→ x̃

cuando η → 0+ y que

para cada η > 0, existe wη ∈ Y∗ tal que ∂

(
−1

η

φ̃(T ·, y)p
p

)
(xη) = {wη}. (3.13)

Si existe w ∈ Y∗ tal que wη
ω−→ w, entonces T #w ∈ ∂ψ(x̃), donde T # : Y∗ → X ∗ es el operador

dual adjunto de T .

Demostración. Dado que xη minimiza el funcional J p

φ̃,ψ,η
, por Teorema 3.21 se sigue inme-

diatamente que 0 ∈ ∂

(
1

p
φ̃(T ·, y)p + η ψ(·)

)
(xη). Luego, por propiedad de la suma, producto

por un escalar y composición del subgradiente ([55]) se tiene que

0 ∈ T #∂

(
1

p
φ̃(T ·, y)p

)
(xη) + η ∂ψ(xη)
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y entonces podemos descomponer el funcional nulo como 0 = fη + gη, con

fη ∈ T #∂

(
1

p
φ̃(T ·, y)p

)
(xη) y gη ∈ η ∂ψ(xη).

Ahora, por hipótesis sabemos que ∂

(
−1

η

φ̃(T ·, y)p
p

)
(xη) = {wη} de donde resulta que

−fη
η

= T #wη y, como gη = −fη, se tiene que T #wη =
gη
η ∈ ∂ψ(xη).

Análogamente a la prueba de la Proposición 3.23, como consecuencia de la semicontinuidad

inferior débil de ψ y debido a que wη
ω−→ w y xη

ω−→ x̃ cuando η → 0+, se prueba que

T #w ∈ ∂ψ(x̃). �

Observación 3.25. Es oportuno mencionar que, bajo ciertas hipótesis adicionales, el supuesto

(3.13) realizado sobre el subdiferencial de
1

p
φ̃(T ·, y)p con p > 1 se verifica. Por ejemplo, si

φ̃ corresponde a la norma en un espacio de Hilbert, de la Proposición 3.18 se tiene que el

subdiferencial ∂

(
1

p
φ̃(T ·, y)p

)
(xη) posee un único elemento. Por otro lado, si φ̃ es Gateaux

diferenciable entonces ∂φ̃(x) =
{
∇φ̃(x)

}
([50]).

En conclusión, a lo largo de este caṕıtulo hemos obtenido estimaciones del error a-posteriori

entre una solución de mı́nimo penalizante y una solución regularizada obtenida a partir de la

minimización de los funcionales de Tikhonov-Phillips generalizados TPG-p y TPGG-p, para

nivel de ruido fijo y para el caso en que se utilice una regla de elección de parámetro heuŕıstica.





Conclusiones y trabajos futuros

En el Caṕıtulo 1 de esta tesis presentamos las herramientas matemáticas determińısticas

clásicas en la teoŕıa de Problemas Inversos Mal Condicionados. El abordaje de estos problemas

requiere de diversas técnicas de regularización. En particular, estudiamos el tradicional méto-

do de Tikhonov-Phillips y propusimos dos versiones generalizadas del mismo: con penalizante

generalizado y doblemente generalizado, es decir, con fidelidad y penalizante generales. En ese

marco, mostramos cuáles son las principales ventajas de utilizar estas versiones generalizadas y

probamos que estos métodos constituyen regularizaciones en espacios de Banach. En ese sentido

se obtuvieron resultados de existencia y unicidad de solución; existencia de solución de mı́ni-

mo penalizante y un resultado de convergencia asociado a una regla de elección del parámetro

a-priori.

En el Caṕıtulo 2 estudiamos el enfoque estocástico para la resolución de un problema inverso

mal condicionado. Vimos alĺı que una caracteŕıstica que distingue a los enfoques determińıstico

y estocástico, es que en este último todas las variables involucradas son consideradas aleato-

rias dando como solución del problema inverso una distribución de probabilidad. A pesar de

que este manera de resolver el problema parece completamente desconectada de los métodos

clásicos, dejamos en evidencia que existe un fuerte v́ınculo entre las versiones determińıstica

y estocástica de resolución. Más precisamente, mostramos que las distribuciones asociadas al

ruido y a la variable de interés están fuertemente relacionadas a los términos de fidelidad y

penalizantes, respectivamente. Más aún, cuando las distribuciones asociadas a dichas variables

pertenecen a una familia exponencial, mostramos que el estimador máximo a-posteriori coincide

con la solución obtenida mediante la minimización de un funcional de tipo Tikhonov-Phillips

doblemente generalizado. En este mismo caṕıtulo, y en relación con los modelos jerárquicos,

presentamos una regla de elección del parámetro heuŕıstica que fuera propuesta por K. Ito, B.

Jin y J. Zou en [27]. Con el principal objetivo de mostrar el desempeño de la regla y el uso

adecuado de diferentes penalizantes, se presentan aplicaciones en procesamiento de señales e

imágenes.
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En el Caṕıtulo 3, presentamos los resultados de estimaciones del error a-posteriori obtenidos

para el caso en que la regla de elección del parámetro es heuŕıstica. Es decir, se obtienen cotas

para el error entre una solución de mı́nimo penalizante y una solución regularizada obtenida a

partir de la minimización de funcionales de tipo Tikhonov-Phillips doblemente generalizados.

Luego, estos resultados se particularizan a la regla construida en [27] y mostramos que la cota

presentada por los autores en dicho trabajo resulta ser mayor o igual que la obtenida en este

trabajo de tesis.

Los primeros resultados obtenidos en este caṕıtulo, se basan principalmente en un supuesto

dado por una condición fuente. Sin embargo, vimos que es posible reemplazar este supuesto

por una desigualdad variacional obteniendo resultados análogos de estimaciones del error a-

posteriori. Finalmente, se establecieron relaciones entre la condición de optimalidad asociada al

problema, la condición fuente y la desigualdad variacional.

Para dar continuidad al trabajo de investigación desarrollado en esta tesis, nos proponemos

avanzar en el estudio de los siguientes temas:

Convergencia del método de regularización de Tikhonov-Phillips doblememente genera-

lizado para el caso en el que el parámetro de regularización sea elegido mediante una

regla a-posteriori.

Generalización de la regla heuŕıstica estudiada en el contexto de familias exponenciales

generales.

Vı́nculo entre la elección de las funciones asociadas a las familias exponenciales y la

regularización mediante un funcional de Tikhonov-Phillips con penalizante múltiple.

Reglas de elección del parámetro múltiples, asociadas a funcionales de tipo Tikhonov-

Phillips doblemente generalizados con penalizante múltiple.

Generalización de los resultados obtenidos de estimaciones del error a-posterior al caso de

regularización mediante funcionales de tipo Tikhonov-Phillips doblemente generalizados

con penalizante múltiple.
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